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RESUMO

Este trabalho propde um conjunto de boas praticas de documentacao de projetos de mineragao
de dados (DM), Rastro-DM, com foco ndo no modelo gerado, mas no processo por tras de sua
construcdo, de forma a deixar um rastro das a¢des planejadas, dos treinamentos realizados, dos
resultados obtidos e dos aprendizados concebidos. As praticas propostas sao complementares
as metodologias estruturantes de DM, tal como o CRISP-DM, que trazem todo o arcabougo
metodoldgico e paradigmatico para o processo de DM. Ilustra-se o seu uso em um projeto de
classificacdo textual de documentos em PDF associados a danos ao Erario Publico Federal
Brasileiro denominado Cladop. Mostra-se, no contexto do Cladop, o uso do rastro documental
para a geracao semi-automatica de relatorios € a sua integragdo com uma rotina de
monitoramento automatico proposta para classificadores em producdo. A construgdo do kit
Rastro-DM em um projeto € um pequeno passo que pode levar a um salto organizacional, a ser
obtido com a partilha e o uso do rastro de forma corporativa.

Palavras-chave: Mineragdo de dados. Analise de dados. Ciéncia de dados. Aprendizado de
maquina. Conhecimento organizacional. Metodologia. Boas praticas. Analise de dados no
Governo. Classificagdo textual. Documentacdo. Documentacdo de projetos de mineragdo de
dados. Geragao automatica de relatérios. Monitoramento de classificadores.
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ABSTRACT

Data Mining with Trail: Best Practices for Process Documentation and its Application in a
Textual Classification Project

This paper proposes a set of best practices for documentation of data mining (DM) projects,
Rastro-DM, with a focus not on the model that is generated, but on the process behind its
construction, in order to leave a trail of planned actions, trainings performed, results obtained
and lessons learned. The proposed practices are complementary to the structuring
methodologies of DM, such as CRISP-DM, which estabilish a methodological and
paradigmatic framework for the DM process. The application of best practices is illustrated in
aproject called Cladop that was created for the classification of PDF documents associated with
the investigatory process of damages to the Brazilian Federal Public Treasury. Two benefits are
shown in the context of Cladop: the use of the document trail for semi-automatic report
generation and its integration with an automatic monitoring procedure proposed for classifiers
in production. Building the Rastro-DM kit in the context of a project is a small step that can
lead to a institutional leap to be achieved by sharing and using the trail across the enterprise.

Keywords: Data mining. Data analysis. Data science. Machine learning. Organizational
knowledge. Methodology. Best Practices. Data analysis in Government. Textual classification.
Documentation. Documentation of data mining projects. Automatic Reporting. Monitoring
procedure for classifiers.
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1 INTRODUCAO

Os dados estdo mudando tudo e a capacidade de manipula-los e entender Ciéncia de
Dados estd se tornando cada vez mais critica para atuais e futuras descobertas e inovagoes
(BERMAN et al, 2018).

Projetos de minerag@o de dados (DM) sdo desafiadores ndo s6 pelo complexo processo
usado, exploratério, mas também por, em geral, serem inovadores, Unicos € muitas vezes
desenvolvidos por individuos ou pequenas equipes.

Tratam-se de projetos inovadores, quer por usarem técnicas e algoritmos que podem
ndo estar consolidadas ou na Organizagao ou em pesquisas académicas, quer por envolverem a
construgdo de modelos que simulam processos cognitivos, inteligéncia natural, por maquinas.

Sao projetos quase sempre Unicos. As particularidades de cada contexto, dos dados
envolvidos, dos requisitos de qualidade, impedem ou dificultam o reaproveitamento de codigo
para outros projetos.

Sao projetos complexos pois as técnicas empregadas em geral tém concepgao de dificil
entendimento e envolvem conhecimento interdisciplinar de areas como ciéncia da computagao,
matematica e estatistica, além do entendimento do negdcio para o qual a solugdo se destina.

Sao processos exploratorios, pois a atividade de minerag¢ao de dados pode ser definida
como o processo de explorar um conjunto de dados, com técnicas diversas, extraindo ou
ajudando a evidenciar padrdes e auxiliando na descoberta de conhecimento.

E, no caso de organizagdes com baixo grau de maturidade em DM, sdo projetos que
ficam sob a responsabilidade de pequenas equipes ou mesmo de um tUnico individuo. Neste
caso, a partilha do conhecimento e de praticas adotadas nos projetos fica ainda mais dificil.

Infelizmente, esses trabalhos complexos, de carater exploratorio, inovadores, inicos,
e, em geral, individuais ndo deixam rastro do que fazem!. Ao final temos a solugdo
implementada. Pode-se ter até uma documenta¢do do produto criado, mas ndo do processo
seguido, das escolhas feitas e das técnicas usadas nas diversas atividades do projeto. Resta um
temor no ar para o caso de ser necessario reconstruir o modelo sem a presenga do seu criador.
E o responsavel se torna pai do produto, pois s6 ele o conhece e pode manter.

Uma questao intrigante na gestdo do conhecimento em geral é como coletar, colher ou

tornar explicita a experiéncia de projetos para que possam ser utilizaveis para outros

! Essa situagdo caotica tende a ndo ocorrer em organizagdes maduras em DM, que usam andlise de dados
intensamente e criam equipes ou mesmo unidades dedicadas a projetos de DM.
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(DINGSOYR et al, 2001). Pois a memoria de uma organizagdo ndo pode se basear apenas na
memoria de seus individuos (STATA, 1980).

Diante do exposto surge a desafiadora questdo de pesquisa: como sistematizar a
documentacdo das tarefas de um projeto de mineracdo de dados de forma a potencializar sua
auditabilidade e a partilha dos aprendizados?

Buscando responder a questdo colocada, o objetivo deste trabalho é propor um
conjunto de boas praticas de registro semi-automatizado das atividades de um projeto de DM
de forma a deixar um rastro das escolhas feitas, dos processamentos realizados e dos resultados
obtidos, com foco ndo no produto gerado, mas no processo por trds de sua construcdo. Boas
praticas que possam ser mescladas a metodologia corporativa de DM em uso na organizagao.

A producao de rastros em projetos de DM pode acelerar a curva de aprendizagem e a
formag¢do de uma cultura organizacional em torno do uso da analise de dados.

Sdo trés os objetivos especificos: contextualizagdo do referencial tedrico sobre
metodologias e documentagcdo em projetos de mineracdo de dados, bem como do potencial
impacto das experiéncias adquiridas nos projetos para uma organizacao; proposi¢cao do Rastro-
DM com a descrigdo de suas atividades e a ilustragdo de sua aplicagdo em um projeto de
classificacdo textual de documentos em PDF associados a danos ao Erario Publico Federal
Brasileiro denominado Cladop, para avaliagdo de sua viabilidade e dos beneficios de seu uso.

Os objetivos especificos serdo tratados nas trés secdes que se seguem.

2 REFERENCIAL TEORICO

2.1 METODOLOGIAS DE MINERACAO DE DADOS

Segundo BERMAN et al (2018), a Ciéncia de Dados se concentra nos processos de
extracdo de conhecimento ou insights a partir de dados estruturados ou ndo. Esse processo de
descoberta de conhecimento em dados (KDD - Knowledge-Discovery in Databases), segundo
BECKER e GHEDINI (2005), ¢ complexo e popularmente chamado de Mineragdo de Dados
(DM - Data Mining). No escopo deste trabalho chamaremos indistintamente KDD de DM.

WIRTH e HIPP (2000) afirmam que DM ¢ um processo complexo. Associam o
sucesso de um projeto’> de minera¢do de dados a uma adequada combinagdo de boas

ferramentas, analistas qualificados, uso de uma metodologia sélida e um eficaz gerenciamento

2 No contexto deste trabalho, usaremos o termo projeto para indicar projeto de mineragio de dados.
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de projetos. Quanto a metodologia, os mesmos autores afirmam que DM precisa de uma
abordagem padrao que ajude a transformar problemas de negocios em tarefas de mineracao de
dados, que sugira transformacgoes de dados apropriadas e técnicas a empregar, e forneca meios
para avaliar a eficdcia dos resultados e documentar a experiéncia. E destacam que o uso de uma
metodologia no planejamento e na apresentacao de relatorios inspira confianga nos usuarios e
nos patrocinadores.

KURGAN e MUSILEK (2006) reforcam a melhor aceitacdo de projetos que usam
metodologias e acrescentam uma melhor compreensao e entendimento do processo. E vao além,
ao destacar que elas promovem economia de tempo e de custos com o estabelecimento de um
roteiro a seguir para o planejamento e a execucao dos projetos. Mas alertam que um grande
numero de projetos segue metodologias proprias.

MINGERS e BROCKLESBY (1997) relatam que ha vérias interpretagdes possiveis
para os termos paradigma, metodologia, método e técnica e, apos apresentarem a interpretacao
deles, correlacionam os conceitos: uma metodologia especifica que tipo de atividades devem
ser realizadas, as técnicas sdo formas particulares de realizar essas atividades e os paradigmas
trazem as filosofias que motivam as atividades nas metodologias. Evitam o uso do termo
método por ter uma ambiguidade: as vezes usado como sindnimo de técnica e outras de
metodologia.

Um exemplo de metodologia usada em DM ¢ Cross-Industry Standard Process for
Data Mining (CRISP-DM). Ela ¢ considerada padrao de fato e um dos fatores de seu sucesso ¢
ser neutra em termos de industria, ferramentas e aplicagdes (MARISCAL et al, 2010). Os
mesmos autores afirmam que uma metodologia ndo s6 deve especificar as tarefas, suas entradas
e saidas, mas também a maneira como devem ser executadas.

CHAPMAN et al (2000) apresentaram a metodologia CRISP-DM como um modelo
de processo hierdrquico, consistindo em conjuntos de tarefas descritas em quatro niveis de
abstracdo (do geral ao especifico): fase, tarefa genérica, tarefa especializada e instancia do
processo (ver Figura 1). Os autores detalham ao final de sua obra os principais grupos de
problemas tratados pela DM (com algumas propostas de técnicas apropriadas a €poca):
descricdo de dados e sumarizagdo, segmentacdo (clusterizagdo), descricdo de conceitos,

classificagdo, predi¢do (regressao) e analise de dependéncia.
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Figura 1 - Estrutura em quatro niveis de abstra¢do da metodologia CRISP-DM

CRISP
____________________________ Modelo
Mapeamento

;

Tarefas especificas |
""""""" CRISP

Processo
Instancias do processo

Fonte: CHAPMAN et al (2000)

A Figura 2 mostra a itera¢do entre as fases do CRISP-DM3. CHAPMAN et al (2000)
afirmam que a sequéncia das fases ndo ¢ rigida. Que, na pratica, muitas das tarefas podem ser
executadas em uma ordem diferente, e, muitas vezes, faz-se necessario voltar repetidamente
para tarefas anteriores e repetir certas acdes. Afirmam que representar todas as rotas possiveis
por meio do processo de mineragdo de dados exigiria um modelo de processo excessivamente
complexo, por isso ndo o fazem. Afirmam que nunca uma fase ¢ completamente concluida antes

que a fase seguinte comece.

3 Sugere-se, como referéncia visual, o grafico que engloba as atividades e as saidas de cada fase do
CRIP-DM ¢ pode ser encontrado em: LEAPER, Nicole. A visual guide to CRISP-DM methodology. Site:
https://exde.files.wordpress.com/2009/03/crisp_visualguide.pdf [Acesso em 27/7/2019], 2009
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Figura 2 - Visdo geral do CRISP-DM

Fonte: CHAPMAN et al (2000)’
Segundo MARBAN et al (2007), o CRISP-DM nao cobre muitas tarefas relacionadas

a gestdo de projeto, organizacdo e qualidade. Pelo menos ndo da maneira exigida pela crescente
complexidade dos recentes projetos de mineragdo de dados que envolvem ndo apenas grandes
volumes de dados, mas também o gerenciamento ¢ a organizagdo de grandes times
interdisciplinares.

BECKER e GHEDINI (2005) acentuam que a estrutura de um processo de DM ¢
altamente dependente da metodologia adotada, das habilidades, da experiéncia e do estilo da
pessoa responsavel pelo processo, bem como dos recursos disponiveis na corporagdo. E
confirmam a alta iteratividade e interatividade dos processos. Ressaltam que embora a estrutura
conceitual do processo sugira uma ordem entre as fases, na pratica, os analistas passam de
qualquer fase para quase qualquer outra fase a qualquer momento, até porque muitos problemas
relacionados a fases anteriores (por exemplo, preparagdo de dados) s6 podem ser detectados
muito mais tarde, quando os padroes e os modelos sao avaliados.

MARBAN ef al (2007) agrupam as tarefas de um processo de DM, em relagio a
construcdo de um modelo, em trés estagios: pré-desenvolvimento, desenvolvimento e pds-
desenvolvimento. Afirmam que todas as metodologias usadas para DM se concentram no
estagio de desenvolvimento, que equivale a coleta e a analise dos dados disponiveis para o
projeto, a criacdo de novos dados a partir dos disponiveis, a adaptagdo para algoritmos de DM

e a criagdo de modelos. Segundo CHOLLET (2017), o desenvolvimento de um projeto esta
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centrado em experimentagdes de um modelo: vocé comeca com uma ideia e a expressa como
um experimento, tentando validar ou invalidar sua ideia. Depois, executa-se essa experiéncia e
processam-se as informagdes geradas. Isso inspira sua proxima ideia. Quanto mais iteragdes
desse circulo repetitivo vocé conseguir executar, mais refinadas e poderosas suas ideias se
tornardo. A experimentagdo, ou seja, a aplicacdo de algoritmos matematicos aos dados para a
extracio de padrdes, ¢ chamada de treinamento (training) por NGUYEN (2018). E importante
obter o maximo possivel de informagdes dos treinamentos, incluindo o desempenho dos
modelos (CHOLLET, 2017). Para simplificar, no contexto deste trabalho, serd usado o termo
treinamento € modelo representando a experimentagdo e o produto resultante dos padrdes
detectados nos dados.

GREFF et al (2017) confirmam o namero significativo de experimentos
computacionais com muitas configuragdes diferentes de hiperparametros e alertam sobre o
desafio pratico da documentagdo. Segundo os autores, devido a pressdo de prazo e a inerente
natureza imprevisivel de um projeto de DM, geralmente ha pouco incentivo para a constru¢ao
de infraestruturas robustas e, como resultado, o codigo muitas vezes evolui rapidamente, o que
compromete, entre outras coisas, a documentagdo do projeto.

Segundo BECKER e GHEDINI (2005), os projetos sdo desenvolvidos em geral de
maneira nao estruturada, ad hoc: apds a analise inicial dos dados, decide-se experimentar uma
determinada técnica, cujos resultados podem sugerir a reestruturacao dos dados e a execugdo
de novos tipos de analises; e assim por diante. E, a medida que o tempo passa, ndo se pode
lembrar quais treinamentos foram realizados, os conjuntos de dados utilizados, os
hiperpardmetros usados e, mais importante, os resultados que foram derivados dos conjuntos
de dados. E essa situagdo, segundo as autoras, leva a reexecu¢ao de treinamentos. Alertam que
a situagdo ¢ ainda pior se forem considerados projetos de longo prazo envolvendo varias
pessoas. Constatam que, apesar da diversidade de conhecimento das pessoas, das técnicas e
das ferramentas, a maioria dos projetos de DM enfrenta, na pratica, as mesmas dificuldades: as
experimentagdes com parametros, as transformagdes de dados, o desperdicio de se refazer um
trabalho e o gerenciamento de recursos e de resultados. Afirmam as autoras que a
documentacdo do histdrico das tarefas face a iteratividade e a interatividade do processo ¢ um
problema aberto no gerenciamento de projetos de DM.

GHEDINI e BECKER (2001) constatam que, apesar do seu valor, a documentacao ¢
mais frequentemente percebida como uma sobrecarga, cujos beneficios sdo reconhecidos
tardiamente. Embora reconhecam que o CRISP-DM esteja fortemente acoplado a atividade de

documentacao (de decisdes e de suas razdes, de suposi¢des, de descobertas e de conhecimentos
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adquiridos na execucdo do projeto), criticam o fato de a metodologia ndo abordar
explicitamente a iteratividade inerente ao processo, nem como os redirecionamentos e
redefini¢des afetam e atualizam a documentacao produzida. O CRISP-DM também nao fornece
uma estrutura para relatorios e saidas, meramente descrevendo seu proposito e o contetido geral

(BECKER e GHEDINI, 2005).

2.2 CONHECIMENTO EM PROJETO DE DM: UM POTENCIAL SALTO
ORGANIZACIONAL

Enquanto os dados podem ser adquiridos e conectados cada vez mais facilmente, a
conexao entre projetos a partir da colaboracao de competéncias técnicas nao existe (HUBER et
al, 2018, apud HUBER et al, 2019).

WIRTH e HIPP (2000) salientam que o sucesso ou o fracasso de um projeto de
mineragdo de dados ¢ altamente dependente da pessoa ou da equipe e que praticas de sucesso
ndo sao necessariamente repetidas em toda a empresa.

Para direcionar o conhecimento individual para os propositos organizacionais, uma
organiza¢do deve desenvolver e nutrir um ambiente de compartilhamento de conhecimento,
transformagdo e integracdo entre seus membros (NONAKA E TAKEUCHI, 1995, apud
BHATT, 2001).

CHAPMAN et al (2000) ressaltam que projetos de mineragao de dados podem ser
beneficiados com as experiéncias de projetos anteriores. As licdes aprendidas durante o
processo e a partir da solucdo implantada podem desencadear novas questdes de negocios,
muitas vezes mais focadas.

BECKER e GHEDINI (2005) exemplificam beneficios de se partilhar conhecimento
entre projetos citando que experiéncias de projetos anteriores podem ser usadas para estabelecer
planos de projetos de DM mais razoaveis, com estimativas mais precisas de cronogramas,
or¢amento, etc. A experiéncia torna mais facil defender recursos mais realistas, pois ha uma
compreensdo mais profunda de como o esfor¢o ¢ realmente gasto. Além disso, pode-se usar
experiéncias anteriores para lidar com certas classes de problemas ou de técnicas. Defendem
que a documentacdo da execugdo de projetos deve ser tratada como um recurso corporativo,
que pode ser compartilhado pela equipe, ser usado como referéncia e pode estar sujeito a
politicas e padrdes corporativos.

Segundo BHATT (2001), a medida que os individuos nas organizagdes interagem com

outros (individuos, tecnologias e técnicas), eles tendem a entender e partilhar suas visdes
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diferentes sobre as mesmas situagdes, construindo suas comunidades e compartilhando técnicas
eficientes de trabalho. Segundo os autores, esse processo de interagdo ¢ util para desenvolver
uma visdo holistica das realidades, facilitando a integracdo de um corpo diversificado de
conhecimentos nas organizagdes.

E fato que as empresas precisam educar um niimero maior de pessoas sobre os
processos e as melhores praticas associadas de mineragdo de dados e de analise preditiva
(MARISCAL et al, 2010). Sabe-se também que através de processos e praticas, o conhecimento
pode ser incorporado em individuos ou em organizagdes (NGUYEN, 2018). Urge a necessidade
de se alavancar o conhecimento organizacional com a partilha dos conhecimentos entre os
projetos de DM.

BHATT (2001) afirma que o conhecimento organizacional ¢ formado por padrdes
unicos de interagdes entre tecnologias, técnicas e pessoas, que ndo podem ser copiados
facilmente por outras organizacdes, porque essas interacdes sdo Unicas da organizagdo,
moldadas pela sua historia e pela sua cultura. O mesmo autor credita a sustentagdo de vantagens
competitivas da empresa no longo prazo ao incentivo ao crescimento desse conhecimento com
a criacdo de um ambiente estimulante e pratico (aprender-fazendo).

NGUYEN (2018) enfatiza que o conhecimento ¢ uma commodity cara para as
organizagdes, que vem de muitas fontes, como, por exemplo, documentos, processos, pessoas,
comunicagdo, cultura e aprendizagem. E que a transferéncia de conhecimento estimula
inovagdes reforcando a compreensdo dos individuos e aumentando a quantidade de
conhecimento para cada pessoa.

BHATT (2001) traz defini¢des precisas de conhecimento, informagdo e dados. Em
geral, os dados sdo considerados fatos brutos, a informagao ¢ considerada como um conjunto
organizado de dados e o conhecimento ¢ percebido como uma informagdo significativa. O
conhecimento ¢ uma combinag¢ao organizada de dados, assimilados por um conjunto de regras,
procedimentos e operacdes aprendidas por meio da experiéncia e da pratica. Sem significado,
conhecimento ¢ informagdo ou dados. A distingao entre informagao e conhecimento ¢ subjetiva
e depende das perspectivas dos usuarios na capacidade de atribuir significado a informagao.
Sendo o ciclo entre dados, informagdo e conhecimento recursivo, uma organizacao deve ser
rapida para transformar dados em informag¢do e informagdo em conhecimento, defende o
mesmo autor.

A criagdo de conhecimento pode se dar pelo uso de tecnologia, pela condugdo de
experimentos e pela elaboracdo de sintese de informacdes (APPEL-NASA-GOV, 2015).

DINGSOYR et al (2001) tratam de forma indistinta conhecimento e experiéncia. Embora
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reconhegam que experiéncia em um sentido estrito ¢ algo que reside nos seres humanos e que
nao pode ser transferido para os outros (que teriam que experimentar por si mesmo para ter a
experiéncia), em uma definicdo menos estrita, afirmam que experiéncia ¢ informacao que €
operacional, isto €, utilizavel em alguma situacdo. Entendem que uma descri¢do de um evento
acontecido em um projeto ¢ um item de experiéncia.

Como comentado na introdug@o, uma questdo interessante na gestao do conhecimento
em geral ¢ como coletar, colher ou tornar explicita a experiéncia de projetos para que possam
ser utilizaveis para outros (DINGSOYR et al, 2001).

Como possivel resposta, encontramos em (NGUYEN, 2018) o uso de processos de
gestdo do conhecimento (KMP - Knowledge Management Process), que objetivam fazer
circular o conhecimento em toda a organizacao para garantir que o conhecimento certo chegue
a pessoa certa para entender e ter conhecimento suficiente para tomar decisdes e executar bem
as tarefas. Destaca o autor que KMP pode ser usado em qualquer nivel, desde a organizagao
como um todo até uma equipe, passando por departamentos e complementa que seus estagios
(identificagdo, criagdo, armazenamento, transferéncia e utilizagdo de conhecimento) estdo
interligados e sdo iterativos, uma vez que o conhecimento ¢ continuamente formado e mudado.

O mesmo autor encontra na combinagdo entre KMP e DM um grande potencial na
exploragdo e no gerenciamento do conhecimento valioso de big data (DM suporta o KMP na
geragao de conhecimento inestimavel e KMP suporta DM na coleta e armazenamento de
conhecimento como entrada de DM), mas ressalta que hd um grande vazio de pesquisas nessa
area.

STATA (1980) traz o conceito de aprendizado organizacional (OL - Organizational
Learning), que ocorre por meio de insights compartilhados, conhecimento ¢ modelos mentais
e que se baseia no conhecimento e na experiéncia do passado, ou seja, na memoria. O autor
detalha que a memoria organizacional depende de mecanismos institucionais (por exemplo,
politicas e estratégias) usados para reter o conhecimento, ndo podendo depender
exclusivamente da memoria dos individuos, pois hd sempre o risco de se perder licdes e
experiéncias duramente conquistadas a medida que as pessoas migram de um emprego para
outro. Além de outros motivos de saida de pessoas (aposentadoria, afastamentos, transferéncias,
falecimento, etc.), podemos acrescentar também o risco do esquecimento.

Entre outros beneficios, o aprendizado organizacional fomenta a inovacdo, uma vez
que esta ¢ bloqueada a menos que todos os principais tomadores de decisao aprendam juntos,
compartilhem crengas e objetivos e estejam comprometidos em tomar as agdoes necessarias para

a mudanca (STATA, 1980).
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CASTANEDA et al (2018) conduziram uma pesquisa sistematica e comparativa sobre
os temas OL e gestdo de conhecimento (KM - Knowledge Management) que surgiram
respectivamente em 1963 e 1993. A Figura 3 apresenta o nimero acumulado no tempo de
artigos em cada tematica. Percebe-se um crescimento nos ultimos anos. Eles concluem que KM
estd, de certa forma, absorvendo OL e propdem estudos futuros que investiguem o papel do
compartilhamento de conhecimento como um conector entre KM e OL. Sobre esse conector,
eles afirmam que individuos e organizagdes aprendem compartilhando conhecimento e que, de
acordo com a literatura de KM, o compartilhamento de conhecimento ¢ o processo central

responsavel pela criagdo e aplicacdo do conhecimento.

Figura 3 - nimero acumulado no tempo de artigos em OL ¢ KM
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Fonte: CASTANEDA et al (2018)

O proprio CRISP-DM reforga a necessidade do registro de experiéncias. Como pode
ser visto em sua documentagao (CHAPMAN et al. 2000), a atividade Revisar projeto tem como
saida um documento intitulado Documentagdo de Experiéncia ¢ ¢ descrita como: Resuma a
importante experiéncia adquirida durante o projeto. Por exemplo, armadilhas, abordagens
enganosas ou dicas para selecionar as técnicas de mineragdo de dados mais adequadas em

situagoes semelhantes poderiam fazer parte dessa documentagdo.
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Segundo BECKER e GHEDINI (2005), com a documentagdo do processo de DM, a
medida que o conhecimento ¢ tornado explicito e gerenciado, ele aumenta o intelecto da
organizagdo, tornando-se uma base para a comunicagao € para a aprendizagem, apoiando a
disseminag¢do de conhecimento e a experiéncia dentro da organizacdo em varios niveis. As
autoras reforcam que a ideia de capturar e armazenar todo o conhecimento informal relevante
gerado e usado durante um processo de DM, de modo que esteja disponivel para recuperagao
posterior, constitui uma abordagem interessante para lidar com a dificuldade citada de refletir
na documentacdo a iteratividade e a interatividade do processo.

NGUYEN (2018) afirma que armazenar conhecimento ¢ o caminho para se criar uma
propriedade inestimavel para as organizagdes. Um bem que se acumula ao longo do tempo ¢
que nao pode ser comprado por dinheiro algum.

Diante do exposto, podemos concluir que a documenta¢do da memoria de um projeto
¢ um pequeno passo, uma vez que localizado em um contexto menor € a um custo menor, que
pode significar um salto em direcdo a memoria organizacional e aos ganhos derivados do

aprendizado partilhado e do conhecimento gerenciado.

2.3 DOCUMENTACAO: CAMINHO PARA A GERACAO DE CONHECIMENTO
PARTILHAVEL

GHEDINI e BECKER (2000) ressaltam que a documentacao de experimentos e de
todas as partes relevantes de um projeto ndo so evita a perda de conhecimento confinado nas
mentes das pessoas como também permite o seu compartilhamento, tornando-se uma rica fonte
de conhecimento para referéncia futura e reuso corporativo. Destacam também que essa
atividade leva a um melhor gerenciamento de esforgos, de recursos e de resultados de um
projeto de DM.

Segundo PRAKASH ef al (2012), informagdes de treinamentos, codigo de
implementag¢ao e seu historico de mudanga contém uma riqueza de informagdes sobre o estado,
0 progresso € a evolugcdo de um projeto de software. Afirmam também que a mineragao de
dados esta se tornando uma ferramenta cada vez mais importante para transformar esses dados
em informagdes. Por analogia, espera-se que dados de projetos de DM sejam convertidos
também em informagdes por atividades de mineragdo de dados.

WIRTH e HIPP (2000) enfatizam que, talvez, o maior beneficio de terem aplicado
uma metodologia foi a documentagdao gerada. Admitem terem pulado inicialmente algumas
tarefas de documentagdo e planejamento por serem demoradas e por considerarem

desnecessarias para especialistas como eles. Mas apresentam o preco que pagaram por essa
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acdo e se arrependem constatando que todo esfor¢o vale a pena. Relatam alguns beneficios
observados a partir da documentagao produzida: evita o desperdicio de esforco (por exemplo,
em caminhos nao frutiferos ou com trabalho repetitivo); promove um gerenciamento eficaz e
uma melhor comunicac¢do da equipe; permite a identificagdo de pontos criticos no processo;
promove um melhor planejamento de projetos futuros, com base em uma melhor percepcao de
como o esfor¢o foi gasto e dos recursos necessarios; promove o uso de experiéncias
documentadas em outros contextos.

BECKER e GHEDINI (2005) também identificam o papel da documentacdo na
aprendizagem e na reutilizagdo e afirmam que um beneficio imediato da documentagdo ¢ a
efetividade no gerenciamento, no planejamento e na comunicacdo. Constatam que a
documentacao ¢ completamente dependente da equipe do projeto, uma vez que estd em sua
responsabilidade a veracidade dos registros e o nivel de detalhe que impacta diretamente sua
utilidade. Quanto a resisténcia, afirmam que, 3 medida que os beneficios da atividade sdo
percebidos, hd um estimulo a documentar o processo com mais detalhes e de forma
concomitante com a execucao das atividades e que os melhores resultados sdo alcangados a
longo prazo, quando a equipe do projeto descobre qual estratégia melhor se adequa ao seu estilo
de trabalho, bem como as melhores maneiras de obter vantagens dos recursos e das técnicas e
da flexibilidade do modelo. E propdem uma infraestrutura de documentagdo composta de um
modelo de documentagdo e um ambiente de suporte que permite a captura, armazenamento e
recuperagao de informagdes e artefatos relacionados ao processo de DM. O modelo de
documentacdo proposto fornece um conjunto de abstragdes especificas relacionadas as
atividades de DM, suas entradas e suas saidas, e estd representado em forma de diagrama de
classe UML na Figura 4. Uma lamenta¢do das autoras quanto ao prototipo usado foi a
necessidade de se sair da plataforma em uso de exploracao do modelo para se efetuarem os

registros.
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Figura 4 - Principais abstragdes em atividades de DM, segundo proposta de BECKER ¢ GHEDINI (2005)
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Fonte: BECKER e GHEDINI (2005)

DINGSOYR et al (2001) defendem que seja elaborado ao final de um projeto um
Relatério de Experiéncia para coletar o que deu certo € o que deu errado no processo adotado®.

Contudo, WIRTH e HIPP (2000) alertam sobre a dificuldade de se documentar ao
final, de se tentar reconstruir o que foi feito e suas motivagdes. Enfatizam que os processos de
DM sao vivos e, como tal, a documentagdo deve ser flexivel e viva, ¢ ndo deve ser atualizada
ap6s o final do projeto (post mortem). Defendem que a definicdo de uma estratégia de
documentagao deve ser um ponto de partida, mas a flexibilidade para a evolugdo e a mudancga
deve ser uma premissa. Enfatizam que encontrar o nivel certo de detalhes para se planejar e se
documentar um processo de DM ¢ dificil e faz parte de um longo processo de aprendizado, e
pode ser influenciado por diversos fatores como complexidade do projeto, duragdao e tamanho
da equipe.

GHEDINI e BECKER (2000) defendem que a equipe do projeto defina uma estratégia
de documentagdo (pelo menos inicial) antes do inicio do processo, 0 que seria sua propria
metodologia de documentacdo. Afirmam que o CRISP-DM distingue dois tipos de
documentagao: um direcionado as pessoas envolvidas na atividade como meio de orientar o

processo e gerenciar os esforgos e outro destinado as pessoas ndo envolvidas nas atividades,

40 que ja é previsto na atividade Revisar Projeto do CRISP-DM, que produz um documento intitulado
Documentagdo de Experiéncia (CHAPMAN et al, 2000).
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muito mais resumida, pois se concentra apenas em comunicar os resultados significativos
(principalmente relacionados a atividades bem-sucedidas).

GREFF et al (2017) citam que uma dificuldade para o compartilhamento e a
colaboracdo e a reprodutibilidade dos experimentos € o uso pelas equipes de configuragdes
particulares de area de trabalho no uso das diferentes ferramentas necessarias para tratar os
aspectos distintos de um processo de DM, citando, entre outras, bancos de dados, sistemas de
controle de versdo, ferramentas automatizadas de otimizagdao de hiperparametros, scripts e
planilhas.

PRAKASH et al (2012) relatam que numerosos trabalhos estdo sendo feitos no
desenvolvimento de plataformas integradas para Machine Learning (ML) e para Engenharia de
Software baseadas em componentes reutilizaveis, citando, entre as de codigo aberto mais
conhecidas, WEKA e Rapid Miner.

GREFF et al (2017) apresentam Sacred, um framework Python de codigo aberto que
visa fornecer infraestrutura basica para a execucao de experimentos computacionais de forma
independente dos métodos e bibliotecas utilizados. Concentram-se em resolver problemas como
o gerenciamento de configuragdes, a documentacao e a reprodutibilidade dos resultados. Para
cada treinamento, informacdes relevantes, como pardmetros, dependéncias de pacotes,
informagdes do Aost, codigo-fonte e resultados, sdo capturadas automaticamente e armazenadas
em um repositorio centralizado, de onde pode-se consultar também detalhes dos
hiperparametros usados e dos resultados obtidos.

PUBLIO et a/ (2018) acreditam que a visdo de modelos candnicos e padronizados pode
levar a uma melhor compreensdo dos dados e dos algoritmos de ML empregados em DM e
pode promover a interoperabilidade dos experimentos, independentemente da plataforma ou da
solucdo de fluxo de trabalho adotada.

W3C Machine Learning Schema Community Group (2017) publicou uma ontologia
machine learning schema (ML Schema) que fornece um conjunto de classes, propriedades e
restrigdes para representar e intercambiar informagdes sobre algoritmos de aprendizado de
maquina, conjuntos de dados e experimentos. Segundo o grupo, a ontologia pode ser facilmente
estendida e mapeada para outras ontologias mais especificas de dominio desenvolvidas na area
de aprendizado de maquina e mineragdo de dados. A Figura 5 traz a visualizacdo das principais

abstracdes do ML Schema.
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Figura 5 - Conceitos principais do ML Schema
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Fonte: W3C Machine Learning Schema Community Group (2017)

KURGAN e MUSILEK (2006) afirmam a possibilidade de integracdo e de
interoperabilidade dos modelos de DM com o uso de padrdes industriais como PMML
(Predictive Model Markup Language) que representa um modelo em um esquema XML
(Extensible Markup Language). Segundo os autores, pode-se usar ferramentas diferentes para

a geracao, visualizagdo e analise de um mesmo modelo.
3 RASTRO-DM: CONJUNTO DE BOAS PRATICAS
3.1 VISAO GERAL
O Rastro-DM ¢ um conjunto de boas praticas propostas neste trabalho que objetiva a
documentacdo das definicdes de acgdo, dos treinamentos de modelo e dos aprendizados

concebidos em um projeto de mineragdo de dados. Engloba trés atividades® que correspondem

aos conceitos documentados:

3 Considerando o significado usual de rastro, Percurso ou comportamento de alguém, que pode ser
seguido ou imitado, podemos pensar em uma analogia para uma melhor compreensdo dos conceitos. Se o objetivo
do projeto fosse procurar em uma floresta por uma pedra que mais se assemelhasse a um conjunto de dados
(caracteristicas como volume, grau de transparéncia, peso, altura, etc.), as placas indicativas dos caminhos
seguidos pelo aventureiro corresponderiam as Defini¢cdes de A¢ao: vire a direita na figueira, atravesse o riacho
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Definicao de agao;

Registro de treinamento;

Sintese de aprendizado.

As atividades do Rastro-DM sdo complementares as tarefas previstas na metodologia
em uso na organizacdo, aqui chamada de metodologia base, que traz todo o arcabougo
metodoldgico e paradigmatico usado em um processo de DM, qualquer que seja ela. O fato de
ser adaptavel a varias metodologias de DM permite a quebra da resisténcia das pessoas € o
ceticismo em relacdo a documentagao do processo (GHEDINI e BECKER, 2001). Por
padronizagado e clareza, serd usado nas explicagdes o CRISP-DM como metodologia base, € os
passos da metodologia base serao referenciados como tarefas CRISP-DM e os do Rastro-DM
como atividades Rastro-DM.

MINGERS ¢ BROCKLESBY (1997) identificam varias maneiras de se combinar
metodologias. Afirmam que o estabelecimento de boas praticas ¢ uma forma de criagdo de uma
nova metodologia, logo, ndo ha incongruéncia em se referir ao Rastro-DM como uma
metodologia.

As atividades Rastro-DM ocorrem varias vezes durante um projeto e podem estar
associadas a uma ou mais tarefas CRISP-DM. Por exemplo, a sintese de um aprendizado como
em®: Ao contrario dos algoritmos shallow, redes alcangam uma melhor performance se as
variaveis categoricas forem transformadas em colunas dummies referencia pelos assuntos
tratados, formatacao de dados e algoritmos, mais de uma tarefa CRISP-DM: Formatar dados e
Selecionar técnica.

No Rastro-DM, as atividades ndo devem ser executadas ao final do projeto, mas de
forma concomitante ao avango dos trabalhos para que a documentacao gerada seja util também
ao projeto em andamento. Afinal, a documentagdo tempestiva ¢ mais rica em informacgoes e
ajuda a conduzir o projeto de forma mais eficaz (GHEDINI e BECKER, 2000) ¢ uma
documentacdo post mortem, atualizada apenas ap6s o final do projeto, ndo se adequa a projetos
de DM, que sdo considerados vivos dada sua complexidade e iteratividade (WIRTH e HIPP,
2000).

na pequena ilha, etc. As verificacdes sobre o quanto as pedras encontradas pelo caminho se encaixam aos dados,
seriam os Treinamentos: com o registro de fotos das pedras, sua localizagdo, ¢ os dados apurados, altura, grau de
transparéncia, etc. O conhecimento construido durante o projeto seriam os Aprendizados, como, por exemplo:
atengdo ao risco de cobras proximo a riachos ou é importante lavar a pedra com detergente neutro antes de tomar
suas medidas. .

¢ Aprendizado hipotético usado para ilustragdo.
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Como visto, capturar e armazenar todo o conhecimento informal relevante gerado e
usado durante um processo de DM, para recuperagdo posterior, constitui uma abordagem
interessante para lidar com a dificuldade de refletir na documentagdo a iteratividade e a
interatividade do processo (BECKER e GHEDINI, 2005).

Rastro-DM ¢ flexivel ao nao definir uma relagdo minima de atributos de cada conceito.
Afinal cada projeto e organizagdo tem sua complexidade particular e seu grau de
amadurecimento em DM. Em ultima analise, cabe a equipe ndo s6 a veracidade e a efetividade
da documentagdo como também a defini¢do do qué documentar e quando documentar, bem
como o nivel de detalhe da documentagdo’.

A seguir, serdo descritas as atividades do Rastro-DM.

3.2 DEFINICAO DE ACAO

Atividade responsavel por documentar a defini¢do dos passos de um projeto,
executados ou ndo. Conceitualmente, uma defini¢ao de acao corresponde a descri¢do de uma
ou mais tarefas especificas do CRISP-DM (instanciadas em um processo, conforme Figura 1).

O objetivo da atividade ndo ¢€ o registro dos detalhes da execu¢do de uma agdo, mas as
informagdes sobre sua defini¢do, como a declarag@o de seu objetivo e as técnicas a serem usadas
ou experimentadas quando da execugdo da agao®.

A atividade de defini¢ao de agdo pode ocorrer a qualquer momento de um projeto de
DM.

Como visto, segundo BECKER e GHEDINI (2005), a maioria dos projetos de DM
enfrenta, na pratica, dificuldades de gerenciar recursos e resultados, atestando que a
documentacgao do historico dos passos, face a iteratividade e a interatividade do processo, ¢ um
problema aberto no gerenciamento de projetos de DM.

E importante a defini¢do de cada agdo que se inicia, pois, de certa forma, justifica os
treinamentos que se seguirdo. Além disso, saber o que ja foi feito impedira a perda de esforco

com execucgoes repetidas.

7 Espera-se que, com o tempo ¢ com o amadurecimento do processo de DM nas organizagdes, seja
elaborado um padrdo corporativo minimo de documentagdo por conceito e por tarefa de DM. Mas, esse padrdo
ndo pode afastar a criatividade da equipe e ndo se tornar apenas uma sobrecarga de trabalho.

8 Detalhes da execugdo da agdo definida podem ser registrados, se desejado, como aprendizados do
projeto relacionados a agdo definida.
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O qué e quando registrar, bem como o nivel de abstragdo e de detalhe, se mais proximo
de uma tarefa CRISP-DM, como, formatag¢do de dados, ou mais detalhada, como, formatagado
do nome do arquivo para possivel retirada de stopwords e de pontuagdes, cabe a cada equipe®.

Diante das dificuldades de gerenciamento em processos de DM identificadas no
referencial tedrico, pode-se avaliar a possibilidade do registro de recursos usados nas agdes
definidas (pessoas, tempo, etc.). Essas informagdes se forem sobre agdes futuras, podem apoiar
estimativas de prazo e o estabelecimento de cronogramas do projeto. De qualquer forma, o
historico desses dados pode servir de base para alocag@o de recursos em projetos futuros.

Embora a simplicidade de um campo textual descritivo seja aceitavel, uma vez que o
conteudo ¢ o mais importante, quanto mais estruturado for o registro, melhor traduzird a
compreensdo do processo ¢ do projeto em andamento € maior sera a contribuicdo para o
resultado final. Essa visdo ¢ defendida também por PUBLIO ef al (2018) que enfatizam que a
vis@o de modelos candnicos e padronizados pode levar a uma melhor compreensdo dos dados
e das propriedades dos algoritmos de ML. As entidades da Figura 5 (ML Schema) podem estar
associadas a uma Definicao de Acao e sdo exemplos de atributos armazenaveis. Na figura citada
ndo constam os atributos relativos a geréncia de projetos (recursos, prazos, etc.).

Para clarear o conceito, seguem exemplos de defini¢cdes de a¢dao no projeto hipotético
de predigéo de prego de uma casa'®:

e Momento de registro: 10/10/2018; Definicdo da agdo: Experimentar como
caracteristicas do imovel no modelo o nimero de pavimentos € o numero de banheiros.

e Momento de registro: 8/11/2018; Defini¢do da acdo: Avaliar se para a
caracteristica distdancia do centro o modelo alcan¢a uma melhor performance se os valores
forem ajustados para uma outra escala.

e Momento de registro: 1/2/2019; Definicdo da acdo: Experimentar algoritmos

lightgbm e randomforest para a regressao.

3.3 REGISTRO DE TREINAMENTO

Atividade responsavel por documentar os atributos envolvidos em um treinamento que

podem ser agrupados em 6 categorias'!:

? A depender, claro, da existéncia ou ndo de requisitos corporativos.

10 Esses registros podem ser categorizados, entre outras possibilidades, quanto a tarefa CRISP-DM
associada. No caso, correspondem, respectivamente, a Selecionar dados, Formatar dados ¢ Selecionar técnica.

1A lista ndo tem a intengdo de ser completa, mas ilustrativa.
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e Dados usados: dados de teste, dados de treinamento, variaveis usadas, etc.;

e Parametros de treinamentos: algoritmo usado, hiperparametros considerados,
implementagdes de técnicas aplicadas, etc.;

e Parametros de testes: métrica considerada, forma de apuragao, etc.;

¢ Resultados obtidos: modelo, seus parametros, métricas apuradas, etc.;

e Dados de configuragdo: identificagdo do programa, versdes das bibliotecas
usadas, dados de hardware, etc.;

¢ Dados de contexto: cddigo do treinamento, data e hora, nimero de épocas de
treinamento, mensagem de erro em caso interrupgao da execucao, etc.

A atividade ocorre no estagio de desenvolvimento'? do processo DM, que engloba,
como visto com MARBAN et al (2007), a coleta e a analise dos dados disponiveis para o
projeto, a criagdo de novos dados a partir dos disponiveis, a adaptagdo para algoritmos de DM
e a criagdao de modelos.

A Figura 5 apresentada no Referencial Tedrico traz a ontologia machine learning
schema (ML Schema) que fornece um conjunto de entidades envolvidas em um treinamento
(W3C Machine Learning Schema Community Group, 2017) e que sdo candidatas a terem
informacdes documentadas no contexto da atividade de registro de treinamento.

O treinamento, objeto da atividade, ¢ a atividade central de todo o processo de
mineracdo de dados e ¢ importante obter o maximo possivel de informagdes deles, segundo
CHOLLET (2017). Como vimos, o autor detalha que sdo varias iteragdes de experimentagao
de modelos (padrdes) que buscam validar uma ideia e cujos resultados inspiram novas ideias,
e, quanto mais iteragdes desse circulo repetitivo forem executadas, mais refinadas e poderosas
se tornam as ideias, e, por consequéncia, os modelos.

E imprescindivel que essa atividade seja automatica e esteja vinculada a realizagdo de
treinamento de modelo na plataforma em uso. Ainda que haja um custo inicial de construg¢ao
do arcabougo de software para uma determinada configuracao de ferramentas, esse esforco sera
implementado uma Unica vez e reaproveitado nos demais projetos. GREFF et al (2017) alertam
sobre o desafio pratico da documentagdo face ao numero significativo de experimentos
computacionais com inuimeras e diversas configuragdes de hiperparametros quando ndo se

incentiva a construgao dessa estrutura, por exemplo, por pressao de prazo.

12 MARBAN et al (2007) agrupam as tarefas de um processo de DM em estagios de pré-
desenvolvimento, desenvolvimento e pds-desenvolvimento em relagdo a construgdo de um modelo.
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Entre outros usos, o cdédigo de um treinamento (no grupo contextual), como sera
mostrado na experiéncia do projeto Cladop, pode ser usado como chave de identificagao do
modelo treinado.

Dada a flexibilidade defendida no Rastro-DM, o nivel de detalhe de documentacao que
impacta a sua utilidade dependera da equipe e claro da plataforma em uso. Se a preocupagao da
equipe for com a reprodutibilidade do experimento, por exemplo, hd que se gravar mais detalhes
de configuragcdo de software (versoes de bibliotecas usadas, por exemplo) e de sementes de
numeros aleatorios usados.

Para melhor compreensdao dos conceitos aqui definidos, iremos usar um projeto
simples hipotético de aprendizagem supervisionada que objetiva a predi¢ao (regressdo) do
preco de uma casa para uma imobilidria a partir de alguns atributos do imovel.

Abaixo exemplos de registros de treinamentos do projeto hipotético'3:

e Cdodigo: 1; Momento: 7/6/2018; Variaveis usadas: area da casa, area do lote e CEP
do endereco; algoritmo usado: linear regression; Erro: 0.8; Separacdo de dados de teste: 10%,
ndo estratificada; Local do modelo gerado: C:\modelos\modelo cod 1.model;

e Codigo: 100; Momento: 7/7/2018; Variaveis usadas: area da casa, area do lote,
CEP do enderego, nimero de quartos e data da construgdo; algoritmo usado: randomForest;
Erro: 0.7; Separacdo de dados de teste: 5%, dados estratificados; Local do modelo gerado:

C:\modelos\modelo cod 1.model;

3.4 SINTESE DE APRENDIZADO

Atividade responsavel por sintetizar e registrar de forma automadtica, ou ndo, os
aprendizados concebidos ao longo do projeto.

A atividade de sintese de um aprendizado pode ocorrer a qualquer momento de um
projeto de DM e pode estar associada ou ndo a treinamentos, uma vez que aprendizados podem
ser sintetizados no estagio de pré-desenvolvimento, nas fases CRISP-DM de entendimento do
negocio e dos dados. Mas a maioria dos aprendizados sdo gerados a partir das experimentagoes
realizadas. Pode-se sintetizar, automaticamente ou ndo, que uma determinada selecdo de
variaveis ou que o uso de um determinado hiperpardmetro de uma técnica levou a geragdo de

um modelo de melhor performance. Pode haver aprendizados que envolvem treinamentos que

13 Sdo exemplos hipotéticos e sem todos os detalhes possiveis.
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ndo conseguiram ser executadas, que objetivam documentar como evitar que um erro acontega
novamente.

Um Aprendizado pode ter como atributo informacdes das entidades da Figura 5 (ML
Schema), mas também pode envolver outros conceitos, como Ag¢des Definidas, Treinamentos
e, até Aprendizados'4.

A sintese de aprendizados e o uso efetivo deles no projeto ou em projetos futuros
promovem o amadurecimento da equipe no processo de DM, no conhecimento sobre a alta
iteratividade e interatividade de suas tarefas, sobre as varias técnicas e ferramentas usadas, etc.

A documentacdo dos aprendizados impede que eles se percam nas memorias dos
individuos ou mesmo com os individuos quando deixam o projeto ou a organizagao.

Para clarear o conceito, seguem exemplos de exemplos de possiveis aprendizados
concebidos no projeto hipotético de predi¢do de prego de uma casals:

e Em 3/10/2018; Aprendizado: A técnica randomforest se mostrou superior a
técnica decisiontree no contexto avaliado.

e Em 26/5/2019; Aprendizado: E necessario que os valores dos iméveis nos dados
usados para treinamento sejam atualizados para uma mesma referéncia monetéria. Criada uma
nova coluna de nome valor_atualizado em_dezembro 2018.

e Em 26/7/2019; Aprendizado: O acréscimo das variaveis nimero de quartos e

nimero de vagas para automoveis promoveu uma melhora de 10% no modelo.

3.5 VISAO INTEGRADA DOS CONCEITOS DO RASTRO

Os conceitos do rastro se relacionam: os treinamentos acontecem no contexto de uma
acdo definida no projeto e esses treinamentos podem promover aprendizados que por sua vez
podem influenciar, em um circulo virtuoso, novas ideias definidas em a¢des. A Figura 6'
apresenta os conceitos envolvidos no Rastro-DM. Percebe-se que o conceito Atributo de
treinamento pode ser um dos seis grupos citados na secdo 3.3 e pode estar envolvido como

objetos nas definigdes de acdo. As defini¢cdes de acao podem ter fundamentacdo em tarefas da

14 Pode-se, por exemplo, aprender que um aprendizado ndo faz sentido ou tem um escopo mais limitado.

15 Esses registros podem ser categorizados, entre outras possibilidades, quanto a tarefa CRISP-DM
associada. No caso, correspondem, respectivamente, a: Selecionar técnica, Formatar dados e Selecionar dados.

16 A figura ndo tem a pretensdo de ser completa, mas de ilustrar para uma melhor compreensio os
conceitos do rastro. Ela ndo traz, por exemplo, a possibilidade de autorrelacionamento entre as defini¢cdes de agdo.
Uma ag¢ao definida como Avaliar o impacto do modelo com variaveis categoricas pode estar no contexto de outra
acdo maior Selecionar variaveis para o modelo.
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metodologia base, representada na figura pelo CRISP-DM. E todos os elementos podem ser

abordados em um aprendizado.

Figura 6 — Principais conceitos associados ao Rastro-DM

Dado usado Parametro de treino Parametro de teste Resultado obtido Configuragao Contexto
1% J7
Tarefa CRISP-DM - Trata Atributo de treinamento
0. T
- Fundamentacéo " -Envolve
]
0."| Rastro DM
Treinamento”
[ or
0. 01 g |
Definigéo de Agao | Contextualiza -Promove | aprendizado
0.* -Influencia 0.r
or /
/

|

Objeto de aprendizado

Fonte: elaborada pelo autor (2019)
A documentacio do rastro, fora do contexto rigido de uma metodologia base, permite

tratar melhor a interatividade e iteratividade das tarefas, algo ndo bem mapeado pelas
metodologias de DM, conforme discutido no Referencial Teorico. A realizagao das atividades
Rastro-DM gera documentagdo que em um momento posterior, se necessario, pode ser
agrupada!” por tarefa CRISP-DM. E a documentagio gerada pela proposta pode se encaixar
nos artefatos de saida das metodologias bases. Por exemplo, o documento Razoes para
exclusoes e selegoes da atividade Sele¢do de dados da fase Preparagdo de dados do CRISP-
DM pode ser um relatério construido automaticamente a partir dos aprendizados e definigdes
de acdes que tratam itens desse contexto e, se desejavel, ilustrado com um resumo dos
resultados dos treinamentos relacionados a cada critério de sele¢do de dados experimentado!s.

Em relagdo as defini¢cdes de agdo e aprendizados, deve-se priorizar o seu registro em

detrimento a sua categorizacdo, de forma que esta atividade ndo seja uma barreira para a

17 Como as tarefas e as fases de um processo de DM se misturam e muitas vezes sdo executadas de
forma concomitante, fica dificil se manter uma documentacgdo efetiva por tarefa da metodologia base. Se uma
tarefa CRISP-DM gera uma documentagdo e depois volta-se a essa tarefa diversas vezes, a documentagao
precisaria ser constantemente atualizada de forma restrita ao escopo da tarefa. O custo do retrabalho acaba sendo
impeditivo para que a equipe realize a documentacdo tempestiva.

18 Trata-se de uma versdo inicial do relatério, que podera ser enriquecida a depender da riqueza de
detalhes da documentagao.
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documentacdo. Se necessario, pode-se deixar para um passo posterior a sua categorizacao,
adequando-o aos requisitos do projeto ou corporativos, que sdo importantes pois objetivam
aumentar a utilidade da documentacdo e potencializar a partilha do conhecimento. E, sempre
que possivel, a categorizagdo deve ser automatica. Por exemplo, uma definicao de acdo pode se
dar inicialmente em formato texto livre. Posteriormente, a classificacdo, por exemplo, quanto
as técnicas, hiperparametros e atividades envolvidas pode ser realizada'®.

E desejavel que as atividades sejam realizadas de forma integrada as plataformas do
projeto, para ndo comprometer o progresso natural do trabalho e o esfor¢co ndo ser uma barreira
para a atividade. Afinal, para ser util, um modelo de documentagdo deve corresponder, tanto
quanto possivel, a0 modo como as pessoas trabalham (BECKER e GHEDINI, 2005). O
Apéndice A ilustra uma implementagdao simples de uma infraestrutura de construgao de um
rastro em python. O c6digo ndo objetiva estar completo ou mesmo sem erros, mas sim ser uma
demonstragdo de que um rastro pode ser criado de forma também simples, a um baixo custo,
até mesmo com arquivos locais.

Com o adequado e tempestivo registro do rastro, evita-se o desperdicio com execucdes
repetidas de trabalhos. BECKER ¢ GHEDINI (2005) atribuem o desperdicio de se refazer um
trabalho ao fato de ser impossivel se lembrar, com o transcorrer do projeto, quais treinamentos
foram realizados, os conjuntos de dados utilizados, os hiperparametros usados e os resultados
que foram derivados dos conjuntos de dados.

O rastro, com o amadurecimento da organizagdao em processos de DM, deve se tornar
corporativo para a formacao de uma base de apoio a projetos. Através de consultas a essa base,
pode-se, por exemplo, encontrar projetos que experimentaram determinada técnica ou
hiperparametros, para o caso de uma equipe desejar mais informagdes sobre o seu uso.

Rastro-DM foca na documentagdo do processo por tras da construgdo do produto
final*® (modelo implantado). Conforme CONKLIN (1996), promove-se assim o aumento da
memoria organizacional, com o registro do contexto de criacao dos artefatos: os pressupostos,

os valores, as experiéncias, 0 motivo, as conversas € as decisoes conduzidas.

19 Se a tarefa CRISP-DM for um atributo desejavel para uma defini¢éo de agéo e se a descrigéo for sobre
a experimentagdo de um hiperpardmetro, pode-se automaticamente inferir que a fase é de modelagem. Eis um
exemplo de uso de DM para o KMP, combinagéo que potencializa o crescimento do conhecimento organizacional
(NGUYEN, 2018). As organizag¢des com uma padronizagdo minima na estrutura dos rastros por tipo de tarefa de
DM podem facilitar a explorag@o dessa combinagéo.

20 O foco tradicional é na documentagio do produto final (e de seus artefatos).
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4 PROJETO CLADOP - ESTUDO DE CASO

O projeto Cladop?' é um estudo de caso da utilizagdo do Rastro-DM. Consistiu no
desenvolvimento por aprendizagem supervisionada de um classificador automatico de tipo para
documentos em formato PDF (Portable Document Format) inseridos no sistema de gestdo de
Tomadas de Contas Especiais (e-TCE) do Tribunal de Contas da Unido (TCU). Um processo
de Tomada de Contas Especial, em tltima anélise, objetiva o ressarcimento do Erario Publico
de danos gerados por agentes publicos e a devida responsabilizacdo destes. Todos os o6rgaos da
administracao publica federal sao potenciais usudrios do sistema e-TCE.

A seguir apresenta-se a compreensdo do contexto e dos dados envolvidos no projeto
Cladop e detalhes do classificador gerado. Em seguida descreve-se o rastro do projeto e dois
beneficios indiretos do rastro: a integracdo com uma rotina de monitoramento automatico e a

geracdo semi-automatica de um relatdrio.

4.1 COMPREENSAO DO CONTEXTO DE NEGOCIO

E competéncia constitucional do Tribunal de Contas da Unido (TCU) julgar as contas
daqueles que derem causa a perda, extravio ou outra irregularidade, com dano, prejuizo, ao
Erario, conforme artigo 71, inciso II da Constituicao Federal (BRASIL, 1988).

Esse julgamento se d& através de um processo administrativo devidamente
formalizado, com rito proprio para apuracdo de responsabilidade e obtenc¢do de ressarcimento
por ocorréncia de dano a administragdo publica federal, com apuracdo de fatos, quantificagado
do dano e identificagdo dos responsaveis, pessoas fisicas ou juridicas as quais possa ser
imputada a obrigagao de ressarcir o Erario. Esse processo recebe o nome de Tomada de Contas
Especial (TCE), segundo o artigo 2° da Instru¢do Normativa 71/2012 do TCU (BRASIL, 2012).

Conforme o artigo 5° da referida IN, ¢ pressuposto para instauracdo de tomada de
contas especial a existéncia de elementos faticos e juridicos que precisam ser lastreados em
documentos, narrativas e outros elementos probatérios que deem suporte a sua ocorréncia. O
paragrafo primeiro do artigo décimo complementa que o relatério do tomador de contas deve
informar a localizagdo nos autos sempre que mencionar esses documentos, ¢ os divide em
quatro grupos: (a) documentos utilizados para demonstracdo da ocorréncia de dano; (b)

notificacdes remetidas aos responsaveis, acompanhadas dos respectivos avisos de recebimento

2l Cladop é também uma referéncia ao modelo gerado: Classificador de Documentos em PDF.
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ou de qualquer outro documento que demonstre a ciéncia dos responsaveis; (c) pareceres
emitidos pelas areas técnicas do 6rgdo ou entidade, incluida a andlise das justificativas
apresentadas pelos responsaveis; (d) e outros documentos considerados necessarios ao melhor
julgamento da tomada de contas especial pelo TCU. A importancia dos documentos € tal que o
artigo 13 da referida IN estabelece que, se faltar alguma peca necessaria, o processo deve ser
devolvido pelo TCU ao 6rgdo de controle interno.

A Decisao Normativa 155/2016 do TCU (BRASIL, 2016) vai mais além e estabelece
quais documentos, ao indicar seus tipos, devem ser enviados juntos ao relatorio do tomador de
contas. Detalha os documentos para os grupos (a) e (d), do §1° do art. 10 da IN citado antes, e
ainda relaciona documentos que precisam ser encaminhados a depender da origem dos recursos
cujo desvio serd apurado. Como exemplo de documentos por grupo, estabelece que devem ser
encaminhados como comprovacdo de ocorréncia de dados (grupo a): ordens bancérias, ou
equivalente que demonstre a execucdo financeira, € notas de empenho, ou equivalente que
demonstre a execugdo orcamentaria. Como exemplo de documentos obrigatdrios por origem de
recursos, estabelece que, se os recursos forem transferidos por meio de termo de compromisso
com o CNPq e Capes, deve ser juntada uma copia do documento do termo de concessdo e de
aceitagao da bolsa e aditivos.

A referida DN, em seu anexo 1, sugere medidas administrativas para auxiliar, em
carater subsidiario e facultativo, o 6rgdo ou entidade instauradora da TCE, na adogdo das
medidas administrativas, com vistas a apuracao dos fatos, identificagdo dos responsaveis e
obtenc¢ao do ressarcimento do dano. Sugere, por exemplo, formato padronizado de diligéncia
que deve ser realizada com vistas a obten¢do de informagdes ou de documentos necessarios a
elucidagao dos fatos.

Com o objetivo de tornar mais célere e eficaz o tramite do processo de apuracao de
danos, com padronizag¢do e otimizacdo de procedimentos, foi desenvolvido pelo TCU com
cooperagdo da CGU o sistema e-TCE, plataforma unica de acesso a todas as entidades da
Administragdo Publica que atuam em alguma fase da TCE.

A Portaria do TCU 122/2018 (BRASIL, 2018), que dispde sobre a implantacdo do
sistema e-TCE, estabelece em seu artigo 11 que o sistema deve conter uma lista de tipos de
documentos que contemple os documentos relacionados na DN 155/2016. Afirma ainda que
devem ser inseridos de acordo com a ordem cronologica constante no processo administrativo
origindrio. Mas deixa aberto em seu paragrafo primeiro que outros tipos deverao ser incluidos

no Sistema sempre que necessarios a demonstracao da ocorréncia de dano ou melhor apreciacao
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do processo. Ou seja, deixa em aberto a relagdo de tipos, o que justifica a aceitagdo pelo sistema
do tipo outros, que deve ser detalhado por uma descricdo complementar.

O paragrafo segundo do mesmo artigo estabelece que a auséncia dos documentos
obrigatdrios e de outras pecas que fundamentem o relatdrio do tomador de contas devera ser
objeto de justificativa, embasada, quando for o caso, em elementos que demonstrem as
tentativas de obtencdo da referida documentacdo. Mas, conforme o artigo 17 da citada Portaria,
o TCU podera devolver a TCE ao 6rgao do sistema de controle interno, antes da autuacao, caso
entenda necessaria a realizacdo de ajustes e a complementacao de informagdes.

Segundo o artigo 19 da mesma Portaria, o Sistema e-TCE funciona como protocolo
eletronico dos 6rgdos instauradores, de controle interno, da autoridade supervisora ¢ do TCU
para efeito de tramitagdo de TCE e de documentos complementares e de envio e atendimento
de comunicagdes processuais. Conforme o artigo 31, cada entidade deve adotar medidas de
seguranca e salvaguarda dos documentos originais que compdem a TCE, com vistas a preservar
a integridade e a autenticidade de documentos e de dados inseridos no Sistema e-TCE que sao
considerados originais para todos os efeitos até prova em contrario e devem observar o formato
PDF e as especificac¢des disponiveis nos tutoriais do sistema (artigo 16).

Nesse contexto, o classificador automatico de tipo de documento, Cladop,
desenvolvido no projeto, promoveu beneficios diretos e indiretos ao negocio.

Como beneficio direto, ele permite a corre¢dao dos tipos dos documentos inseridos,
evitando-se erros de classificacdo: ao identificar, automaticamente, qual o tipo de documento
mais adequado, no momento de inser¢do de cada documento comprobatorio; ao evitar que
sejam classificados como outros documentos de tipos previstos, evitando que usuarios por
comodidade optem por selecionar essa categoria coringa; ao poder ser usado para corrigir a
classificagdo de documentos indevidamente catalogados como outros.

Como beneficio indireto, ele pode apoiar a promocdo de uma melhor qualidade do
OCR dos documentos: ao levar em conta um conteudo esperado minimo para se classificar um
documento com maior probabilidade de acerto; ao subsidiar a construgdo de criticas no sistema
de contetdo minimo por tipo, retornando, além das previsdes de tipo, informacdes
complementares resultantes do pré-processamento do texto dos documentos, como contagens
de palavras por classe (nome, UF, CPF/CNPJ, data e numero) e indicadores de qualidade do
PDF (quantidade de palavras validas, palavras desconhecidas, paginas, etc.). De posse dessas
informacodes, o Sistema e-TCE pode, por exemplo, impedir que um documento do tipo AR
(Aviso de Recebimento) seja inserido se ndo houver pelo menos um CPF ou CNPJ ou mesmo

impedir documentos com 50% de palavras invalidas, evitando-se, assim, uma baixa qualidade
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para tipos especificos e criticos para o processo de instru¢do. Afinal, documentos com
classificagdo correta de tipo e com um contetdo OCR de melhor qualidade sao fundamentais

para os passos seguintes do rito processual, como a instrucao assistida pelo computador.

4.2  ENTENDIMENTO DOS DADOS

Hé um acentuado desbalanceamento na quantidade de documentos por tipo e o tipo
coringa Qutros ¢ o mais usado com 18,81% dos documentos, ou seja, 22.253 de 118.266. A
Tabela 1 discrimina o quantitativo por tipo e o Grafico 1 permite a visualizacdo do

desbalanceamento.

Tabela 1 - Total de documentos por tipo (referéncia: 17/4/2019)

Tipo documento Documento ‘
S
Acordao 145
Analise de Prestacio de Contas 502
Anailise defesa 335
Analise e Avaliacdo técnica do Relatério Final 108
Ata de aprovacio do projeto pelo Conselho/Comissio 412
Ata/portaria/decreto de nomeacio e exoneracio 1.401
Avaliacio da execucio do projeto 120
Avaliacio dos objetivos e finalidades da instituicdo-art. 35, III, Lei 13.019/2014 4
Aviso de recebimento (AR) ou equivalente 8.691
Acdo judicial - peticdo inicial 444
Baixa de responsabilidade em apuracio 259
Cheque, comprovante de transferéncia bancaria ou outro comprovante de 1.324
pagamento
Comprovante de endereco 199
Comprovante de pagamento efetuado ao beneficiario 292
Comprovante de recolhimento de saldo de recursos 835
Conciliacao bancaria 618
Contrato firmado com a empresa contratada para a exec. da obra ou servico 738
Copia do diploma ou declaragao de conclusao 14
Declaracao de gratuidade 79
Declaracio de realizaciao dos objetivos a que se propunha o instrumento 534
Declaracoes da autoridade local atestando a realizacio do objeto do convénio 130
Defesa/manifestaciao do responsavel 6.031
Demonstrativo da situacdo atual das contas - SIGPC e/ou SIAFI 769
Demonstrativo de débito 2.275
Demonstrativo de recursos aprovados e captados 181
Despacho de expediente 3.530
Despacho do controle interno 690
Determinac¢ao/recomendacao de instauracao 2.393
Documento de atesto do recebimento da obra ou servico 85
Edital de chamamento publico 139

Extrato bancario conta especifica, da data dos créditos até o encerramento da  3.189
movimentagao

Ficha de qualificacdo do responsavel 2.768
Fotografia 275
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Fotografia do objeto

Instrumento que formalizou a parceria e respectivos termos aditivos

Instrumento que formalizou a transferéncia/parceria e respectivos termos

aditivos

Material de divulgacio para fins de prest. de contas

Matriz de responsabilizacio

Normativo que disciplina a concessao da bolsa/auxilio

Nota de empenho, ou equivalente que demonstre a execucio or¢amentaria

Nota de lancamento

Nota fiscal ou outro comprovante de despesa

Nota técnica

Notificacao (oficio), inclusive edital

Ordem bancaria, ou equivalente que demonstre a execucio financeira

Outros

Parecer com recomendacio para aprovacao/reprovacio do projeto

Parecer do 6rgio técnico da adm. publica - art. 35, V, Lei 13.019/2014

Parecer emitido s/exec. fisica do objeto e do atend. aos objetivos avenca

Parecer financeiro

Parecer juridico

Parecer juridico sobre a minuta do instrumento que formalizou a

transferéncia

Parecer juridico sobre possibilidade de celeb. da parceria - art. 35, VI, Lei

13.019/2014

Parecer téc. e financ. avaliac. do plano de trabalho

Parecer técnico/nota técnica/nota explicativa

Plano de trabalho aprovado

Portaria de aprovacgio do projeto

Portaria/Despacho inicial de instauracio da TCE

Publicac¢io do extrato do instrumento no D.O.U

Recibo de incentivo

Registro da inadimpléncia

Registro de Responsabilidade em Apuracio do débito

Registro do débito apurado em conta do ativo (Diversos Responsaveis)

Relatorio Fisico

Relatério de cumprimento do objeto

Relatorio de execuciio da receita e da despesa

Relatério de execucio fisico-financeira

Relatorio de fiscalizacio do TCU

Relatério de fiscalizagdo do 6rgio de controle interno

Relatério de fiscalizacio do 6rgio ou entidade repassador

Relatério de sindicancia, inquérito, PAD ou equivalente

Relatério de visita técnica in loco

Relatoério final

Relatério parcial

Relatorio técnico de monitoramento e avaliacido da parceria

Relacgéo de bens de capital ou de bens iméveis

Relaciio de bens, de servicos prestados ou de treinados/capacitados

Rela¢do de pagamentos

Solicitacio de apoio a projetos

Suspensio de inadimpléncia

Termo de aprovacio/reprovacio de prestacio de contas

Termo de concessido e de aceitacio da bolsa e aditivos

Termo de recebimento definitivo da obra

Termos de homologacio e de adjudicacio do processo licitatorio
Fonte: elaborada pelo autor (2019)
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Grafico 1 - Total de documentos por tipo (referéncia: 17/4/2019)
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Fonte: elaborada pelo autor (2019)
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Para fins de entendimento melhor dos dados, das palavras que caracterizam cada tipo
de documento, foram gerados graficos com nuvens de palavras (consideradas validas) a partir
dos documentos de cada tipo. A Figura 7 ilustra as palavras de documentos do tipo Parecer

Jjuridico sobre possibilidade de celeb. da parceria - art. 35, VI, Lei 13.019/2014, de codigo 26.

Figura 7 - Nuvem de palavras?? dos documentos do tipo Parecer juridico (art. 35)
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Fonte: elaborada pelo autor (2019)

Com o objetivo de exploracdo e compreensdao dos dados, foram levantados alguns
conjuntos frequentes associados aos tipos de documentos. A Tabela 2 mostra os conjuntos mais
frequentes de termos associados ao tipo Notificagdo (oficio), inclusive edital, de codigo 42. Para
esse tipo, foram identificados 1283 conjuntos frequentes para um suporte minimo indicado de
40%, isto €, conjuntos presentes em pelo menos 40% dos documentos. A quantidade de
agrupamentos por numero de palavras do conjunto segue a seguinte distribui¢ao: {1: 34, 2: 202,

3:437,4: 404, 5: 168, 6: 35, 7: 3}.

22 Nuvem de palavras ¢ uma imagem com varias palavras em que o tamanho da fonte de cada termo ¢é
proporcional a frequéncia da palavra nos textos. Quanto mais frequente a palavra, maior o tamanho de sua fonte.
Na Figura 7, numero ¢ o termo mais comum. Antes da construgdo da figura, foi realizado um pré-processamento

com o texto dos arquivos que substituiu os nimeros pelo termo _numero e trocaram-se maiusculas por minusculas.
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Tabela 2 - Conjuntos mais frequentes do tipo Notificagdo (oficio), inclusive edital

1.00000 (valor)

0.69046 (municipal, valor)

0.69046 (municipal)

0.62769 (valor, prefeitura)

0.62769 (prefeitura)

0.62425 (iii)

0.62425 (iii, valor)

0.60748 (estado, valor)

0.60748 (estado)

0.59802 (contas, valor)
Fonte: elaborada pelo autor (2019)

Também foram identificadas regras de associagdo entre os conjuntos frequentes?. A
Tabela 3 apresenta as principais regras para o tipo Notificagdo (oficio), inclusive edital (codigo
42). Foram selecionadas 6891 regras considerando um percentil de corte de 75% e um [ift

minimo de 1.2.

Tabela 3 - Principais regras de associac¢do para o tipo Notificagdo (oficio), inclusive edital

(ser) (cpf) 0.47635 0.92487 1.74899 0.20399 6.27213
(cpf) (ser) 0.47635 0.90081 1.74899 0.20399  4.88928
(ser, valor) (cpf) 0.47635 0.92487 1.74899 0.20399 6.27213
(cpf, valor) (ser) 0.47635 0.90081 1.74899 0.20399  4.88928
(ser) (cpf, valor) 0.47635 0.92487 1.74899 0.20399 6.27213
(cpf) (ser, valor) 0.47635 0.90081 1.74899 0.20399  4.88928
(processo) (secretaria) 0.44153 0.80047 1.69725 0.18139 2.64807
(secretaria) (processo) 0.44153 0.93619 1.69725 0.18139 7.02721
(processo, valor) (secretaria) 0.44153 0.80047 1.69725 0.18139 2.64807

Fonte: elaborada pelo autor (2019)

BRANTING (2017) afirma que o formato PDF tem sido usado em tribunais e que o
texto obtido desses documentos apresenta muitos erros € ndo preservam a sequéncia original do
documento, devido ao processo usado de OCR (Optical Character Recognition).

O alcance dos resultados esperados pelo sistema e-TCE depende da qualidade dos
documentos protocolados no sistema. A eficécia do classificador também tende a ser superior
se os dados tiverem uma maior qualidade. Foi encontrada uma baixa qualidade no OCR dos
documentos. Um exemplo dessa situa¢ao ¢ o documento de protocolo 58.900.414 que tem
162 paginas, mas nado se consegue via OCR identificar nem uma centena de palavras validas,
ou seja, menos de uma palavra por pagina. A qualidade do OCR pode ser ilustrada pelos

23 Regras de associa¢do sdo usadas para identificagdo de padrdes de coexisténcia entre conjuntos
frequentes em um documento. Mais detalhes em https://pt.wikipedia.org/wiki/Regras_de_associagdo (acesso em
31/8/2019)..
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graficos que se seguem: o Grafico 2 ilustra um histograma®* do atributo quantidade de
palavras validas e o Grafico 3 mostra um boxplot*’ da distribuicao de palavras validas por
pagina para alguns tipos de documento.

Grafico 2 - Histograma de quantidade de palavras validas (log10).
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Fonte: elaborada pelo autor (2019)

Grafico 3 - Boxplot da distribuicdo de palavras validas por pagina para alguns tipos.
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Fonte: elaborada pelo autor (2019)

2424 Conforme a wikipedia, histograma, também conhecido como distribui¢do de frequéncias, é a
representacdo grafica em colunas em que a base de cada retdngulo representa uma classe e a altura representa a
quantidade ou a frequéncia absoluta com que o valor da classe ocorre no conjunto de dados.

25 Conforme a wikipedia, boxplot, também conhecido como diagrama de caixa, representa a variagdo de
dados por meio de quartis. A caixa ¢ dividida em 2 partes pela mediana: quartil superior ¢ inferior. Ha uma reta
que se estende a partir da caixa e indica a variabilidade fora desses quartis. Os valores atipicos ou outliers podem
ser plotados como pontos individuais.
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Os dados do sistema e-TCE foram replicados em uma base espelho para que o projeto
nao concorresse nos acessos aos dados com os usuarios do sistema. E também para que tivesse
uma certa autonomia estrutural, uma vez que essa base nao segue as normalizagdes necessarias
em um sistema on-line.

Além dos atributos dos Danos e de seus documentos, a base armazena para cada
documento o texto apds o pré-processamento do conteido do arquivo e alguns atributos de
qualidade do OCR. Detalhes dessa base constam do Apéndice B.

Foram experimentadas formas diferentes de pré-processamento do texto para extragao
das palavras validas dos contetidos dos arquivos. Durante a evolucao do projeto, métodos novos
foram substituindo os anteriores. Os seis métodos experimentados constam da Tabela 4 e
retratam diferentes combinagdes dos seguintes passos:

e Derivacao de 7 classes substitutas de palavras (cpf/cnpj, nimeros, datas, nomes
de pessoas fisicas, nomes e siglas de estados). Exemplificando, se no texto ha o nome rio de
janeiro, faz-se a substitui¢do dessas 3 palavras por uma Unica palavra também considerada
valida classenomeuf. O ultimo método (com identificacdo 7) usa todas as classes.

¢ Validagdo se um foken ¢ uma palavra correta se a mesma existir em um conjunto
de palavras validas. Conjuntos diferentes foram experimentados: palavras de acérdaos do TCU,
palavras selecionadas da wiki em portugués e palavras selecionadas da wiki com acréscimo de
abreviagoes e siglas tipicas do negdcio. O método atual usa o Gltimo conjunto, mais adequado
ao negocio.

e Obtencao do texto do PDF, seja por OCR original ou por OCR extra com
tesseract. Durante a evolucao do projeto, dada a necessidade de um curto tempo de resposta do
classificador para retornar uma previsao de tipo, abandonou-se a execu¢do de OCR extra com

tesseract, que demorava alguns minutos por documento.

Tabela 4 - Métodos de pré-processamento usados no projeto
Codigo  Descricao

2 Conteudo novo OCR com Tesseract 4.0; dicionario com palavras de acérddos do TCU; 2
classes numero e cpf/cnpj. palavras transformadas para minusculas.

3 Conteudo original com Pdftotext; dicionario com palavras de acérdaos do TCU; 2 classes
numero e cpf/cnpj; palavras transformadas para minusculas.

4 Conteudo novo OCR com Tesseract 4.0; dicionario com palavras selecionadas wiki; 2 classes
numero e cpf/cnpj; palavras transformadas para mintsculas.

5 Conteudo OCR original com Pdftotext; dicionario com palavras selecionadas wiki; 2 classes
numero e cpf/cnpj; palavras transformadas para mintsculas.

6 Conteudo OCR original com Pdftotext; dicionario com palavras selecionadas wiki apo6s filtro;
2 classes niimero e cpf/cnpj; palavras transformadas para mintsculas.

7 Contetido OCR original com Pdftotext; dicionario com palavras selecionadas wiki e termos

comuns do negdcio; 7 classes; palavras transformadas para mintsculas.
Fonte: Elaborada pelo autor (2019).

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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4.3 DESCRICAO FUNCIONAL DO CLASSIFICADOR

O classificador, em sua versdo 2.1, alcancga a acuracia®® de 91,1% com desvio padrio
de 0,3%, foi implementado em python®” na forma de um webservice que recebe como pardmetro
um arquivo PDF, e a partir do seu nome e do seu contetido retorna nove?® tipos mais provaveis,
com suas respectivas probabilidades.

Tabela 5 mostra algumas métricas por tipo de documento apuradas quando da geracao

da versdo em produgdo do classificador?.

Tabela 5 - Métricas apuradas por tipo sobre os dados de validagdo para a versdo em produgdo do Cladop.
Tipo Descricao Precisdo  Recall F1

1 Ordem bancaria, ou equivalente que demonstre a 98,46% 98,46% 98,46% 130
execucdo financeira

2 Nota de empenho, ou equivalente que demonstre a 98,61% 94,67% 96,60% 75
execucdo or¢amentaria

3 Relagdo de pagamentos 86,00% 89,58% 87,76% 48

4 Relatério de execucdo fisico-financeira 88,24% 83,33% 85,71% 36

5 Relatorio de cumprimento do objeto 95,12% 81,25% 87,64% 48

6 Declaragdo de realizagdo dos objetivos a que se 91,18% 91,18% 91,18% 34
propunha o instrumento

7 Relagdo de bens, de servigos prestados ou de 78,95% 90,91% 84,51% 33
treinados/capacitados

8 Extrato bancario conta espec., da data dos créd. até o | 96,89% 98,73% 97,81% 158
encer. movimentagao

9 Nota fiscal ou outro comprovante de despesa 97,67% 96,00% 96,83% 175
10 Documento de atesto do recebimento da obra ou 100,00% 100,00% 100,00% 1
servico

11 Parecer téc. e financ. avaliag. do plano de trabalho 72,73% 78,43% 75,47% 51

13 Parecer juridico sobre a minuta do instrumento que 70,91% 84,78% 77,23% 46
formalizou a transferéncia

14 Instrumento que formalizou a transferéncia/parceria | 91,20% 91,94% 91,57% 124
e respectivos termos aditivos

15 Parecer emitido s/exec. fisica do objeto e do atend. 65,46% 65,46% 65,46% 55
aos objetivos avenga

16 Comprovante de recolhimento de saldo de recursos 94,87% 94,87% 94,87% 39

17 Cheque, comprovante de transferéncia bancaria ou 88,24% 81,82% 84,.91% 55
outro comprovante de pagamento

18 Relatorio de fiscalizagdo do 6rgdo ou entidade 88,75% 92,21% 90,45% 77
repassador

26 Acuracia apurada com validagdo cruzada de 7 parti¢cdes e 14 amostras. No contexto deste trabalho,
sempre que referenciarmos o termo acuracia, se nada for dito em contrario, deve-se subentender acuracia micro,
que leva em consideracao os resultados, acertos e erros, por documento independentemente do seu tipo.

27 Detalhes técnicos da constru¢do do modelo serdo apresentados na Segdo 4.4.2.

28 Foi constatado que a acuracia do classificador sobe de 91% (do primeiro tipo) para 99% quando
consideradas as nove primeiras previsdes. Possibilita que o sistema, por exemplo, apresente os nove tipos em uma
segunda tela caso o primeiro tipo ndo seja aprovado pelo usuario.

29 Métricas apuradas sobre os dados de validagdo, 5% do total. Numeros gerais: Acuracia: 90.99;
Precisdo: {macro: 81,04%, weighted: 91,06%}; Recall: {macro: 80,29%, weighted: 90,99%}; F1: {macro: 80,16%,
weighted: 90,87%}

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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20

21
22

23

24
25

26

28

29

30
31
32
33
34
35
36
37
38
39
40

42
43
44
45
47
48
49
50
51
52
53
54
55
56
57

58
59
60
61
62
63
64
65

Relatorio de fiscalizag@o do érgdo de controle
interno

Contrato firmado com a empresa contratada para a

exec. da obra ou servigo

Termo de recebimento definitivo da obra
Termos de homologag@o e de adjudicagdo do
processo licitatorio

Parecer do 6rgéo técnico da adm. publica - art. 35,

V, Lei 13.019/2014
Plano de trabalho aprovado

Avaliagdo dos objetivos e finalidades da institui¢éo-

art. 35, I11, Lei 13.019/2014
Parecer juridico sobre possibilidade de celeb. da
parceria - art. 35, VI, Lei 13.019/2014

Relatoério técnico de monitoramento e avaliagdo da

parceria
Termo de concessao e de aceitagdao da bolsa e
aditivos

Comprovante de pagamento efetuado ao beneficiario

Copia do diploma ou declaragdo de conclusdo
Parecer juridico

Relatorio final

Demonstrativo de recursos aprovados e captados
Relatorio de execucdo da receita e da despesa
Concilia¢do bancaria

Parecer técnico/nota técnica/nota explicativa
Relatorio parcial

Matriz de responsabilizacao

Relatorio de sindicancia, inquérito, PAD ou
equivalente

Notificagdo, inclusive edital

Ficha de qualificagdo do responsavel
Demonstrativo de débito

Defesa/manifestacio do responsavel

Fotografia do objeto

Fotografia

Despacho do controle interno
Determinagao/recomendagao de instauragao
Despacho de expediente

Acdo judicial - petigdo inicial

Analise defesa

Portaria/Despacho inicial de instauracdo da TCE
Publicacdo do extrato do instrumento no D.O.U
Registro da inadimpléncia

Registro do débito apurado em conta do ativo
(Diversos Responsaveis)

Aviso de recebimento - AR

Parecer financeiro

Relatorio de fiscalizagao do TCU

Edital de chamamento publico

Relatério de visita técnica in loco
Ata/portaria/decreto de nomeagao e exoneragao
Comprovante de endereco

Demonstrativo da situagao atual das contas - SiIGPC

e/ou SIAFI

64,29%
91,49%

100,00%
94,29%

50,00%

91,89%
0,00%

0,00%
85,00%
75,00%

94,44%
0,00%
83,72%
85,00%
100,00%
93,10%
94,60%
80,36%
50,00%
100,00%
85,71%

96,56%
99,25%
98,97%
96,97%
66,67%
91,67%
90,00%
87,88%
88,65%
93,33%
83,33%
83,19%
88,33%
95,00%
91,61%

97,85%
75,76%
66,67%
77,78%
58,07%
93,10%
90,00%
86,67%

90,00%
97,73%

100,00%
94,29%

33,33%

95,78%
0,00%

0,00%
85,00%
54,55%

85,00%
0,00%
70,59%
89,47%
100,00%
96,43%
92,11%
69,77%
42,86%
100,00%
85,71%

97,11%
99,25%
97,96%
94,12%
40,00%
91,67%
79,41%
79,09%
91,62%
93,33%
52,63%
92,16%
94,64%
88,37%
94,67%

97,64%
88,24%
100,00%
77,78%
78,26%
91,53%
81,82%
95,12%

75,00%
94,51%

100,00%
94,29%

40,00%

93,79%
0,00%

0,00%
85,00%
63,16%

89,47%
0,00%
76,60%
87,18%
100,00%
94,74%
93,33%
74,69%
46,15%
100,00%
85,71%

96,84%
99,25%
98,46%
95,52%
50,00%
91,67%
84,38%
83,25%
90,11%
93,33%
64,52%
87,44%
91,38%
91,57%
93,12%

97,74%
81,52%
80,00%
77,78%
66,67%
92,31%
85,71%
90,70%

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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66

67
68
69
70
71
72
73
74
75
76
77
78

79

80
81

82
83

84
85

Termo de aprovagao/reprovacdo de prestagdo de
contas

Analise de Presta¢do de Contas

Analise e Avalia¢do técnica do Relatorio Final
Avaliagdo da execugdo do projeto

Material de divulgag@o para fins de prest. de contas
Nota técnica

Portaria de aprovacdo do projeto

Recibo de incentivo

Relagdo de bens de capital ou de bens imoveis
Relatorio Fisico

Solicitagdo de apoio a projetos

Suspensdo de inadimpléncia

Ata de aprovagdo do projeto pelo
Conselho/Comissdo

Parecer com recomendagéo para
aprovacgao/reprovagao do projeto

Acoérdao

Declaragdes da autoridade local atestando a
realizagdo do objeto do convénio

Declaragdo de gratuidade

Registro de Responsabilidade em Apuragdo do
débito

Baixa de responsabilidade em apuragdo

Normativo que disciplina a concessdo da
bolsa/auxilio

Fonte: elaborada pelo autor (2019)

40,00%

77,27%
0,00%
50,00%
80,00%
73,63%
83,33%
100,00%
92,86%
100,00%
75,00%
73,68%
81,25%

64,29%

85,71%
87,50%

100,00%
88,89%

91,67%
100,00%

40,00% 40,00%

62,96% 69,39%
0,00% 0,00%
50,00% 50,00%
82,76% 81,36%
83,75% 78,36%
100,00% | 90,91%
100,00% | 100,00%
100,00% | 96,30%
90,91% 95,24%
94,74% 83,72%
82,35% 77,78%
92,86% 86,67%

39,13% 48,65%

85,71% 85,71%
100,00%  93,33%

100,00% | 100,00%
64,00% 74,42%

91,67% 91,67%
50,00% 66,67%

2
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Adicionalmente as predicdes, o Cladop retorna informacdes derivadas do pré-

processamento do texto do arquivo, que podem ser uteis para o sistema e-TCE exigir no

cadastro dos documentos uma qualidade minima de conteido do OCR, como: quantidade de

palavras validas, quantidade de valores, quantidade de nomes, etc. Assim, o sistema pode

impedir que documentos criticos para o processo de TCE tenham qualidade baixa de OCR com

um alto percentual de palavras invalidas ou mesmo que tenham contetido incompleto, como o

caso de um documento de AR, Aviso de Recebimento, sem informacao de CPF ou CNPJ ¢ data.

A seguir, ¢ apresentada a estrutura do JSON (JavaScript Object Notation) retornada

pelo webservice implantado, contendo para cada chave na estrutura um exemplo de valor e um

comentario.

{"predicoes": # nove predi¢des com maior probabilidade.

[

"cod_tipo": 4, # codigo do tipo previsto
"probabilidade": 0.3993 # probabilidade da previsdao

"num": [, # numero da previsdo. O tipo mais provavel tem num == 1|

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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# as informagoes que se seguem se referem as métricas apuradas para o tipo durante o
treinamento da versao final do modelo. Objetiva indicar o valor da métrica apurado na base
de teste

"precisao_tipo_teste": 0.8824, # métrica precisdo apurada em teste para o tipo

"recall_tipo_teste": 0.8333, # métrica recall apurada em teste para o tipo

"f1_score_tipo_teste": 0.8571, # métrica F1 apurada em teste para o tipo

"qtd_registro_tipo_teste": 36, # quantidade de registros com o tipo na apuragdo

b
I

# as informagoes que se seguem se referem a indicadores de qualidade do OCR do
documento

"qualidade pdf": {

"qtd_palavra_dicionario": 7, # quantidade de palavras do texto que sdo consideradas
vdlidas, que constam do dicionario

"qtd_numero": 0, # quantidade de numeros no texto

"qtd_num_cpf _cnpj": 0, # quantidade de numeros no formato de cpf ou de cnpj

"qtd_char": 74, # quantidade de caracteres

"qtd_char_numero": 0, # quantidade de caracteres que sao numeros

"qtd_char_consoante": 32, # quantidade de caracteres que sdo consoantes

"qtd_char_vogal": 33, # quantidade de caracteres que sdo vogais

"qtd_char_espaco": 9, # quantidade de caracteres que sdo espagos

"qtd_char_pontuacao": 0, # quantidade de caracteres que sdo pontuagdo. Sdo
considerados pontuagdo: !?,.;

"qtd_char_separador": 0, # quantidade de caracteres que sdo separadores. Sdo
considerados separadores: [[{}"’: ()/<>\-| -

"qtd_char_simbolo": 0, # quantidade de caracteres que sdo simbolos. Sao considerados
simbolos-> #3%&§“°*+=@

"qtd_token": 10, # quantidade de tokens (sequéncias com mais de um caracter, letra ou
numero)

"qtd_token_palavra": 10, # quantidade de tokens que ndo sdo so numeros

"qtd_trio_consoante": 2, # quantidade de sequéncias de 3 letras que sdo consoantes. Em
principio, indica um erro de grafia!

"qtd_trio_char_repetido_nesp": 0, # quantidade de sequéncias de letras repetidas

diferentes de espaco. Em principio, indica um erro de grafia!

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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"qtd_trio_outro": 0, # quantidade de sequéncias de 3 caracteres que ndo sejam letras nem
espago. Em principio, indica um erro de grafia!

"qtd_pagina": /, # quantidade de pdginas no documento

"qtd_linha": I, # quantidade de linhas no texto

"qtd_char_dif": 0, # quantidade de caracteres ndao normais (letras, simbolos, separadores
e pontuagdo)

"tamanho token_media": 6.5, # tamanho médio dos tokens

"tamanho_token_std": 2.202271554554524, # desvio padrdo do tamanho dos tokens

"qtd_data": 0, # quantidade de datas

"qtd_parte nome": 0, # quantidade de pedacos de nomes: sobrenomes e nomes principais,
como jose, silva, etc
"qtd_sigla_uf": 0, # quantidade de siglas de unidades da federac¢do
"qtd_nome_uf": 0 # quantidade de nomes de unidades da federacdo
s
"nome_arquivo _filtrado": "carregando modelos", # nome do arquivo filtrado, apos preé-
processamento, somente com palavras validas, sem acento e em minuscula
"texto_filtrado": "execugdo inicial apenas" # texto filtrado, apds pré-processamento,

somente com palavras consideradas validas e nomes de classes substitutas (cpf, data, etc), sem

acento e em minuscula

}

4.4 RASTRO NO CLADOP

Seguem detalhes de como as atividades do Rastro-DM foram implementadas no
projeto’.

30 Os dados do rastro no Cladop ¢ o co6digo usado para sua construgdo encontram-se publicados em
https://gitlab.com/MarcusBorela/rastro-dm.git, na pasta Rastro Projeto Cladop.

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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4.4.1 Definicao de Acao

As Definigdes de Ac¢do foram registradas em uma tabela’! de banco de dados
denominada observacao_projeto constante do Modelo Entidade Relacionamento da Figura 8

que apresenta as tabelas que persistem o rastro do projeto Cladop.

Figura 8 - Modelo Entidade Relacionamento com tabelas que persistem dados do rastro no Cladop

TREINAMENTO_CLASSIFICADOR

Fonte: elaborada pelo autor (2019)

NOME_OTIMIZADCR_MODELD
SE_TREINAMENTC COM_SHUFFLE

VARCHAR2{500 BYTE}
CHAR{1 BYTE)

QTD_DOCUMENTC NUMBER(E)
QTD_TIPO HUMBER(S)

TEMPO_EXECUCAD NUMBER({12,4)
NUM_EFPCCA_TREINA MUMBER(S)

FERCEMT_ACURACIA_TREIMA NUMBER(4,2)
FERCENT_ACURACIA_TREIMA_STD NUMBER(4,2)
FERCENT_ACURACIA_TESTE NUMBER(4,2)
FERCEMT_ACURACIA_TESTE_STD NUMBER(4,2)
PERCENT_PRECISION_MACRO_TESTE  NUMEBER(4,3)
PERCENT_F1_MACRO_TESTE NUMEBER(4,2)
PERCEMNT_F1_WEIGHTED_TESTE NUMEBER(4,2)
PERCENT_RECALL_MACRO_TESTE NUMEBER(4,2)
PERCENT_RECALL_WEIGHTED_TESTE  NUMEER(4,3)
PERCENT_PRECIS_WEIGHTED_TESTE  NUMBER(4,3)
PERCENT_ACURACIA_VALIDA NUMEBER(4,2)
PERCENT_ACURACIA_VALIDA_STD HUMBER{4,3)

CcoD NUMBER{10) =gl
COD_FROJETOD NUMBER{10} <fkl=
DTHORA_REGISTRO DATE
DESCR_CONTEXTO VARCHARZ{1000 BYTE)
DESCR_CRITERIO_SELECAD VARCHARZ{4000 BYTE)
QTD_MIN_POR_TIPO NUMBER(S)
CBSERVACAC _PROJETO DESCR_COLUNA_EXTRA VARCHARZ(4000 BYTE)
COoOD PROJETO MUMBER{10} <ph ak fic> METODOD_EXTRACAD TXT VARCHARZ{100 BYTE)
DTHORA REGISTRO DATE <phe COD _METODO _EXTRACAO TEXTO MUMBER{E) <feZ
DESCR WARCHARZ({4000 BYTE) <ak= IND_TIPO_NUMERICALIZACAD VARCHARZ{100 BYTE)
DESCR_CONTEXTD WARCHARZ{1000 BYTE) BAG_IND_MODO_NUMERICO VARCHARZ{E BYTE)
BAG_MNUM_PALAVRAS_MOME_ARQUIVC  MNUMBER(S)
BAG_MNUM_PALAVRAS_CONTEUDC NUMBER(S)
REDUTOR_DIMENSAC _CONTEUDO VARCHARZ{1000 BYTE)
'"' QTD_DIMENSAC_REDUZIDA_COMTEUDOC MUMBER(E)
FROJETO_CLASSIFICADOR KFOLD VARCHARZ(400 BYTE)
PERCENT_BASE_TESTE NUMBER(2.2)
£on HURBERN Zoe DESCR_CRITERIO_DIV_BASE_TESTE VARCHARZ{200 BYTE)
LES IHEERRFAELY) S PERCENT_BASE_VALIDACA NUMBER(2.2)
e AR ] = DESCR_CRITERIO_DIV_BASE_VALIDA VARCHARZ{200 BYTE)
1E25R LAEERTE L) NOME_MODELC CLASSIFICADOR VARCHARZ{2E5 BYTE)
=ihls SelFES LErESy UARE A ] DESCR_DETALHE CLASSIFICADOR VARCHARZ{4000 BYTE)
EMAIL_EQUIPE_SISTEMA_USO VARCHARZ{400) NUM_EPOCA_MAXIMG NUMBER(S)
NUM_TAMANHD _BATCH NUMBER(S)

A Tabela 10 ilustra algumas defini¢des de agdo registradas durante o projeto, com o

momento do registro, o contexto’? e a tarefa CRISP-DM associada, que foi indicada

31 As primeiras defini¢des de agdo registradas, de menor complexidade, foram no cddigo pois a sua
execucdo se dava no proprio caderno, no espago que se abria a frente da atividade. Porém, com o tempo, elas
passaram a ser mais complexas ¢ amplas e ndo mais implementada no codigo, mas em varios codigos extras.
Definitivamente ndo se pode confiar o registro de defini¢des de ac¢do a cédigo. Devido a natureza imprevisivel de
um projeto DM o codigo muitas vezes evolui rapidamente e acaba comprometendo, entre outras coisas, sua
documentacdo (GREFF et al, 2017).

32 Indica o caderno (ipython notebook) em que se executava o comando registrar_historico (<texto>).

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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posteriormente ao registro e ilustra a iteragdo das atividades em um processo de DM discutida

no Referencial Tedrico: uma tarefa é executada diversas vezes no curso do projeto.

Moment

o

12/3/2019
17:04

14/3/2019
19:27
18/3/2019
09:01

18/3/2019
11:40

26/3/2019
11:57
3/4/2019
17:51
10/4/2019
11:27

24/4/2019
19:53
29/5/2019
19:30
29/5/2019
20:46
2/6/2019
17:26

Descri¢ao

Criando estrutura (codigo e dados) para tratar k-fold
em shallow algorithms

Iniciei execugdes para experimentar otimizadores
(MLP): nadam, adadelta

Vou testar usando valores normais nas colunas
discretas (cod_unidade, etc) ao invés de varias
colunas binarias. Sera que melhora para shallow?
Experimentando colunas ndo mais binarias com MLP

Iniciando inclusdo de nomes de arquivos no modelo

Experimentando ensemble com AdaBoost sobre
LGBMClassifier

Passamos a gravar no log dados de teste das métricas:
"precision_macro", "precision_weighted",
"f1_macro", "f1_weighted", "recall macro",

"recall weighted". Mas, em um primeiro momento,
somente para algoritmos shallow com kfold.
Experimentando variagdes com o criterio de colunas
extras para Igbm

Alterado programa (shallow) para gravar também
recall e fl micro

Experimentando /ightgbm apods ajuste nos tipos -
se_ativo=n e excluido

Usando critério de divisdo de base de validagdo em

caso de kfold (rede MLP), ao invés de percentual fixo.

Fonte: elaborada pelo autor (2019)

Tabela 6 — Exemplos de defini¢cdes de acdo registradas no Cladop que tratam apenas de fluxo de projeto

Contexto

Cladop-
colunas_binarias.ipyn
b

Cladop.ipynb
Cladop-Copy1.ipynb
Cladop-
colunas_binarias.ipyn
b

Cladop.ipynb
Cladop.ipynb

Cladop-Copy2.ipynb

Cladop-Copy1.ipynb
Cladop-Copy1.ipynb
Cladop-Copy2.ipynb
Cladop-rede-

nome arquivo-
Copyl.ipynb

Tarefa
CRISP-DM

Projeto de
testes

Construir
Modelo
Formatar
Dados

Formatar
Dados

Selecionar
Dados
Construir
Modelo
Projeto de
testes

Selecionar
Dados
Projeto de
testes
Construir
Modelo
Construir
Modelo
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4.4.2 Registro de Treinamento

A Figura 9 apresenta os dados que sdo persistidos em cada treinamento agrupados
pelos principais conceitos envolvidos. Em azul claro, constam os dados que s3o entrada para o

treinamento e em amarelo os dados derivados do processo®3.

Figura 9 - Informagdes persistidas de um treinamento no projeto Cladop agrupadas por conceito

Criterio de definigo de base de teste

Método de numericalizago de texto Critério de validagio cruzada

- descr_criterio_div_base_teste : char
- ind_tipo_nurericalizacao : char - percent_base_teste : float - kfold : char
- bag_ind_moda_numerico : char

Criterio de numericalizacao do nome do arquivo —
— Criterio de selecao de dados
- bag_num_palavras_name_arquivo : int v,

Criterio de numericalizacao do contetide do arquive Critério de teste| | - desereriterio_selecao : char
- qtd_min_por {ipo - int

- bag_num_palavras_cantauda : int [ 1

Critério de redugiio de dimensées do contedido Colunas extras selecionadas
- redutor_dimensao_conteudo : char - descr_coluna_extra : char
- qtd_dimensao_reduzida_conteudo : char
Execugio —
Método de pré-processamento do contetido do arquive - cod :int Hgeritma de classificagio
p - cod_projeta :int
- cod_metodo_extracao_texto ; int B d(hm);_:eginm - datetime BT e Rl s ] HEhan Shallow
Configuragio
- descr_contexta : char| Hiperparimetros
- descr_detalhe ifi : char
Apuragio métricas nos dados de teste Dados treinamenta fpuragio métricas nos dades de treino a5 b

- percent_acuracia_teste : float - qtd_docurnento : int - percent_acuracia_treina : float - num_epoca_maxima : int

- percent_acuracia_teste_std : float - tempo_execucan : int - percent_acuracia_treina_std : float - num_tamanha_bateh : int

- percent_f1_macro_teste - float - qtd_tipo : int T e i 3 e

- percent_f1_weighted_teste : float

- percent_precision_macra_teste : float

- percent_precis_weighted_teste - float ?

- percent_recall_macro_teste : float "

- percent_recall_weighted_teste : float Dados treinamenta reds
- num_gpoca_treina : int — s =]
- percent_acuracia_valida : float (o Critério de validagso
- percert_acuracia_valida_std : float - norme_otimizador_modelo : char - descr_criterio_div_base_valida : char|

Fonte: elaborada pelo autor (2019)

Todos os dados do treinamento s3o persistidos em uma Unica tabela
treinamento_classificador, conforme o Modelo Entidade Relacionamento da Figura 8.
A Tabela 7 traz a descrigao dos dados de entrada, o conceito associado da Figura 8 e a

tarefa CRISP-DM que lhes dao origem.

Tabela 7- Dados do rastro de entrada para um treinamento no Cladop

Tarefa Conceito Parametro Descricao

CRISP-DM

Construir Hiperparametros = descr _detalhe classi | Descricdo dos hiperparametros da execugdo do

modelo ficador treinamento. Ex.: n_estimators, learning rate.

Construir Hiperparametros | num_epoca_maximo | Existe se o classificador for rede MLP. Numero

modelo Treino Rede maximo de épocas passadas como pardmetro para o
treinamento.

Construir Hiperparametros = num_tamanho _batch | Existe se o classificador for rede MLP. Tamanho

modelo Treino Rede do batch usado para treinamento.

33 Nao foi colocado no diagrama UML a cardinalidade dos relacionamentos por simplificagdo. Pode-se
assumir que um treinamento tem no maximo um dos atributos. A auséncia de alguns atributos ¢ justificada pela
evolugdo das técnicas experimentadas durante o projeto.

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.



Construir
modelo

Construir
modelo

Construir
modelo

Gerar
Novos
Dados

Gerar
Novos
Dados

Formatar
Dados

Formatar
Dados

Formatar
Dados

Formatar
Dados

Projeto de
testes

Projeto de
testes

Projeto de
testes

Selecionar
Dados

Selecionar
Dados

Hiperparametros
treino rede

Otimizador

Critério de
validagao

Critério de
redugdo de
dimensoes do
conteudo
Critério de
reducdo de
dimensdes do
conteudo

Método de
substituicao de
texto por
numeros
Método de
substituicao de
texto por
nimeros

Criterio de
numericalizacao
do nome do
arquivo

Criterio de
numericalizacao
do conteudo do
arquivo

Critério de
validagao
cruzada

Criterio de
definicdo de base
de teste

Criterio de
definig@o de base
de teste

Colunas extras
selecionadas

Criterio de
selecao de dados

se_treinamento_com

_shuffle

nome_otimizador _m
odelo

percent_base_valida
cao

qtd_dimensao_reduz
ida_conteudo

redutor_dimensao_c
onteudo

ind_tipo_numericaliz
acao

bag ind modo_num

erico

bag num_palavras_

nome_arquivo

bag num_palavras _
conteudo

Kfold

percent_base_teste
descr_criterio_div_b
ase_teste

descr_coluna_extra

qtd_min_por_tipo
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Existe se o classificador for rede MLP. Indica se os
dados devem ser misturados antes de cada nova
época de treinamento.

Existe se o classificador for rede MLP. Otimizador
usado. Armazenado como um objeto de classe em
python, por exemplo: keras.optimizers.Adam e os
seus parametros.

Existe se o modelo for rede MLP. Percentual dos
dados reservado para base de validagdo no
treinamento da rede.

Indica a quantidade de dimensdes que o bag do
conteudo terd ap6s reducao de dimensionalidade.
Opcional.

Indica o redutor a ser usado para reduzir
dimensionalidade do bag do conteudo do arquivo.
Armazenado como objeto da classe em python, por
exemplo, TruncatedSVD(), e seus pardmetros.
Opcional.

Indica o tipo de substitui¢do de texto por nimeros
aplicado tanto ao conteudo quanto ao nome do
arquivo. Na versdo atual, utiliza-se bag of words.’*

Existe se o ind_tipo_numericalizacao for bag of
words, indica o método para defini¢do do nimero
associado a cada palavra na geracdo da matriz de
um documento. Pode ser: binary, count, tfidf ou
freq. Aplicado tanto ao contetido quanto ao nome
do arquivo.

Indica nimero de palavras usado para geragdo da
matriz de um documento a partir do nome do
arquivo.

Existe se o ind_tipo_numericalizacao for bag of
words, indica o numero de palavras usado para
geragdo da matriz de um documento a partir do
conteudo do arquivo.

Indica a forma de validag@o cruzada para apuragdo
da acuréacia (micro). Armazenado como um objeto
de classe em python, por exemplo, ShuffleSplit() e
kfold() e os seus parametros.

Existe se ndo for informado kfold. Percentual dos
dados reservado para base de teste antes do
treinamento.

Existe se ndo for informado kfold. Indica critérios
adicionais usados para constru¢do da base de teste.
Ex.: com/sem shuffle; com/sem estratificagdo.
Indica colunas extras a serem consideradas pelo
modelo, como caracteristicas da qualidade do
arquivo ou variaveis de contexto do Dano
associado ao documento. Armazenado em formato
sql (Structured Query Language) para ser
concatenado ao comando de busca dos dados.
Quantidade minima exigida por tipo para
treinamento.

34 Ficou fora do escopo do projeto experimentar MLP com representagdo numérica das palavras por
embeddings, pré-treinados, ao invés de bag of words. Parece uma ideia promissora pois os embeddings levam em
consideragdo o significado dos termos.

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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Selecionar | Criterio de texto_criterio_sele¢a | Critério usado para selecdo (filtro) dos dados.
Dados selecao de dados | o Armazenado em formato sq!/ para ser concatenado
ao comando de busca de dados.

Selecionar | Método de pré- cod_metodo_extraca = Método usado para pré-processamento do texto, ou
Dados processamento o_texto seja, para a extragao de palavras validas do

do conteudo do documento PDF. 3

arquivo
Selecionar | Algoritmo nome_modelo_classi | Nome do modelo de classificador usado. Foram
técnicas ficador experimentados®® no contexto do projeto

algoritmos shallow (como RandonForest e
lightGBM) e redes MLP (Multi Layer Perceptron
da biblioteca Keras.Sequential).

Fonte: elaborada pelo autor (2019)

No rastro do Cladop, por falta de necessidade, ndo foram persistidos os dados usados
nas experimentagdes, mas apenas os parametros usados para a selecao das variaveis e para filtro
dos dados. Contudo, os parametros de selecao de dados usados e a configurag@o da base espelho
com os dados para treinamento’’ permitem sua geragdo a qualquer momento.

Conforme discutido na Se¢do 3.3, além dos parametros de treinamentos e de testes e
dos dados usados, que sdo entrada para um treinamento, sdo envolvidos outros 3 grupos de
informagdes que sdo saida do treino: resultados obtidos, dados de configura¢do e dados de
contexto. A Tabela 8 descreve os dados registrados automaticamente em cada treinamento no

projeto Cladop, separando-os por grupo e conceito da Figura 8.

Tabela 8 - Dados do rastro gerados em um treinamento no Cladop
Grupo Conceito Item Descricao ‘

Dados de Configuragdo descr_contexto Indica o contexto de execugao, no caso o nome do
Configurac programa python ou do caderno ipython. Permite,
ao em conjunto com a data da execucao, identificar a

versdo do codigo executado na ferramenta de
controle de versdes de codigo.

Dados de Dados treinamento | num_epoca_trein | Existe se o algoritmo for rede MLP. Numero de

Contexto rede a épocas efetivas de treinamento para se chegar ao
modelo com melhor acurécia.

Dados de Execucdo cod Identifica de forma inica uma execucao de

Contexto treinamento do modelo, €, dessa forma, um

modelo gerado pela execugdo. Chave sequencial

do treinamento na tabela no banco de dados.
Dados de Execugdo cod_projeto Identifica o projeto associado ao treino.
Contexto

33 Foram experimentados sete métodos, combinagdes diferentes de 3 processos: obtengio do texto (OCR
original ou se executado novo OCR via Tesseract), critério de validagdo se um termo € uma palavra valida e classes
de palavras consideradas para substituicdo de termos.

36 Qutras técnicas mais modernas podem ser experimentadas no futuro. Contudo, como a sequéncia das
palavras ndo traduz a realidade do texto (OCR), ndo se espera que técnicas mais modernas, que usam redes
recorrentes, que se baseiam no sequenciamento, alcancem acuracia muito superior.

37 A existéncia de algumas datas nessa base (de replicagdo e de pré-processamento dos textos) permite
a composi¢do de uma logica de geragdo de uma base usada em um treinamento.

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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Dados de Execugdo dthora_registro Momento de registro do rastro no banco de dados

Contexto ao final da execucdo.

Dados de Dados treinamento | gtd_documento Quantidade de documentos usados no

Contexto treinamento, que satisfizeram os critérios de
sele¢do de dados.

Dados de Dados treinamento = gtd_tipo Quantidade de tipos considerados no treinamento,

Contexto que satisfizeram os critérios de selecdo de dados.

Dados de Dados treinamento | tempo_execucao Indica o tempo de execugdo em segundos da agao

Contexto de fit de treinamento do modelo3®.

Resultados = Apuragdo métricas | percent_acuracia = Percentual de acuracia alcangado na base de teste.

obtidos nos dados de teste _teste

Resultados = Apuragdo métricas | percent acuracia | Existe se houver validac¢do cruzada (kfold).

obtidos nos dados de teste _teste_std Desvio padrio da acuracia do classificador nos
dados de teste

Resultados = Apuragdo métricas | percent fl _macro @ Percentual da métrica fl macro apurado na base

obtidos nos dados de teste _teste de teste. 39

Resultados = Apuragdo métricas | percent fl micro | Percentual da métrica f1 _micro apurado na base

obtidos nos dados de teste _teste de teste.

Resultados = Apuracdo métricas = percent fl weigh = Percentual da métrica fl weighted apurado na

obtidos nos dados de teste ted teste base de teste.

Resultados | Apuracdo métricas | percent precis w | Percentual da métrica precision _weighted

obtidos nos dados de teste eighted _teste apurado na base de teste.

Resultados = Apuragdo métricas | percent precision = Percentual da métrica precison macro apurado na

obtidos nos dados de teste _macro_teste base de teste.

Resultados = Apuragdo métricas | percent recall m | Percentual da métrica recall macro apurado na

obtidos nos dados de teste acro_teste base de teste.

Resultados = Apuragdo métricas | percent recall mi = Percentual da métrica recall micro apurado na

obtidos nos dados de teste cro_teste base de teste.

Resultados = Apuragdo métricas | percent recall w | Percentual da métrica recall weighted apurado na

obtidos nos dados de teste eighted _teste base de teste.

Resultados = Apuragdo métricas = percent acuracia = Percentual de acuracia alcancado na base de

obtidos nos dados de treino | _treina treinamento.

Resultados | Apuragdo métricas | percent acuracia | Existe se houver validacdo cruzada (kfold).

obtidos nos dados de treino | _treina_std Desvio padrao da acuracia do classificador nos
dados de treinamento.

Resultados = Dados treinamento = percent acuracia = Existe se o classificador for rede MLP. Percentual

obtidos rede _valida de acuracia na base de validagao.

Resultados = Dados treinamento | percent acuracia | Existe se o classificador for rede MLP e se

obtidos rede _valida_std houver validacdo cruzada (kfold). Desvio padrao

Fonte: elaborada pelo autor (2019)

da acuracia do classificador nos dados de
validagao.

Cabe comentar a auséncia de dois importantes itens no rastro: o modelo propriamente
dito e a mensagem de erro em caso interrup¢ao de execucao. Nao tem mensagem de erro, pois
apenas foram registrados os treinamentos com sucesso*®. Quanto ao modelo, somente houve a

necessidade de se gerar o classificador para as versdes implantadas, logo as versdes

38 No caso de validagio cruzada, representa o tempo de execugéo do fif do Gltimo modelo.

39 As métricas f1, recall e precisdo sdo calculados s6 para algoritmos shallow pois serem retornadas no
método cross_validate do scikit-learn e ndo ter sido programado esse calculo para o caso de redes usando Keras.

40Além de permitir o aprendizado sobre erros e a¢des no tratamento dos erros mais frequentes, essa
informagao também pode ser um indicativo da qualidade do codigo desenvolvido para o treino.

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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intermediarias nao foram salvas, o que, com certeza, reflete um rastro menor em numero de
bytes usados.

Uma versao de um Classificador esta associada a dois treinamentos: um para apuragao
das métricas, de preferéncia usando validacdo cruzada para separar os dados de teste, e outro
para a constru¢cdo efetiva do modelo, em que todos os dados podem ser usados para o
treinamento, sem a necessidade de se separar dados para testes, o que tende a gerar um modelo
melhor. As chaves dos rastros (coluna cod da tabela treinamento_classificador) foram usadas
para indicar as versdes do classificador nos metadados do projeto, em uma tabela de banco de

dados denominada versao_classificador, conforme Tabela 9.

Tabela 9 - Metadados das versdes do Classificador com referéncia ao rastro
Coluna Registro 1 Registro 2 Registro 3

num_versao 1 2 2
num_subversao 0 0 1
cod_treinamento_teste 13.137 13.134
cod_treinamento_geracao 1.074 13.130 13.138
dthora_implantacao 01/21/2019 10:01:36 07/01/2019 00:00:00

Fonte: elaborada pelo autor (2019)

A Tabela 10 ilustra o rastro dos treinamentos de teste e de geragao associadas a versao
2.1 do Cladop, cujos codigos sdo, respectivamente, 13.134 e 13.138. Alguns itens ndo constam
darelacdo pois ndo tém valores, uma vez que foi realizado teste com validagao cruzada (justifica
auséncia dos itens percent base teste e descr criterio_div_base teste), ndo foram usadas
colunas adicionais a0 nome e ao conteudo do arquivo (descr_coluna_extra) e o algoritmo usado

¢ de redes neurais (percentuais de precisao, recall e f1, na forma macro e weighted).

Tabela 10 - Rastro dos treinamentos de teste e de geracdo da versdo 2.1 do Cladop
Grupo Item Teste Geracao

Cod 13.134 13.138

cod_projeto 1

dthora_registro 05/07/2019 00:44:59 05/07/2019 18:02:12
Contexto num_epoca_treina 33 24

qtd_documento 63.468

qtd_tipo 81

tempo_execucao 460 475
Configuracio | descr contexto Cladop_monitoramento.ipynb

bag _ind _modo_numerico Tfidf

bag num_palavras conteudo 24.576
Parimetros bag num_palavras_nome_arquivo = 1.000

cod_metodo_extracao_texto 7

descr_criterio_selecao TRUNC (doc.data criacao) > to_date('1/5/2018",

'dd/mm/yyyy") and doc.cod_tipo <> 41 -- outros

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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descr_detalhe_classificador 7- validacao estratificada, rede 2 camadas
(1024 _relu_dropout50 e 1024 sigmoid_dropout50)
reduceLR50*!

ind_tipo_numericalizacao Bag of words

Kfold RepeatedKfold(n_splits=7, (ndo separados dados
n_repeats=2, random_state=42) | para teste)

nome_modelo_classificador Rede - MLP

nome_otimizador _modelo <class 'keras.optimizers.Adam" Parametros: {'lIr":

9.999999747378752¢-05, 'beta 1":
0.8999999761581421, 'beta_2": 0.9990000128746033,
'decay": 0.0, 'epsilon': 1e-07, 'amsgrad': False}

num_epoca_maximo 100

num_tamanho_batch 256

qtd_dimensao_reduzida_conteudo | 768

qtd_min_por _tipo 0

redutor_dimensao_conteudo TruncatedSVD(algorithm="arpack",
n_components=768, n_iter=5, random_state=42,
tol=0.0)

se_treinamento_com_shuffle N

descr_criterio_div_base valida sem estratificacao com shuffle

percent_acuracia_teste 91,1%

percent_acuracia_teste_std 0,3%

percent_acuracia_treina 96,4% 95,6%

Resultado . .

percent_acuracia_treina_std 0,7%

percent_acuracia_valida 90,8% 92,1%

percent_acuracia_valida_std 0,6%

percent_base validacao 5,0% 5,0%

Fonte: elaborada pelo autor (2019)

O Gréfico 4 mostra a quantidade de treinamentos més a més durante o projeto (eixo x)
e a quantidade de documentos usados nas experimentagdes. A cor do ponto indica a acuracia
micro alcancada na base de testes: quanto mais verde, maior, quanto mais marrom, menor.
Percebe-se que a quantidade de documentos aumentou com o passar do tempo, pois novos
documentos foram inseridos no sistema e-TCE*?. Alguns treinamentos envolvendo documentos
com alta qualidade de OCR e tipos com grande quantidade de exemplares levaram a
classificadores com acurécias de 98% em base de teste*3. Por terem critérios mais restritivos,
envolveram menos documentos. No decorrer do projeto, optou-se por construir um classificador
que abrangesse todos os tipos de documentos, independentemente da quantidade de

documentos por tipo.

41 Rede gerada pelos commandos:

model.add(Dense(1024, input_shape=(qtd_colunas,), activation="relu"));

model.add(Dropout(0.5)); model.add(Dense(1024, activation="sigmoid')); model.add(Dropout(0.5))

model.add(Dense(treinamodelo['qtd_tipo'], activation="softmax'));
model.compile(loss='categorical crossentropy', metrics=["accuracy"])

42 Foram realizadas trés cargas na base espelho de treinamento com as seguintes quantidades de
documentos: 53.914 (12/11/2018), 69.330 (11/12/2018) e 108.292 (18/4/2019).

430 treino de codigo 147 em 24/11/2018 alcangou 98% envolvendo 11110 documentos selecionados
com o critério (qtd_token palavra valida/ava.qtd _pagina_pdf) >= 30 and doc.cod_tipo in (42,43,44,45)

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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Grafico 4 — Evolucao més a més de treinamentos, com quantidade de documentos e a acuracia
na base de teste**.
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Fonte: elaborada pelo autor (2019)

Durante o projeto foram experimentados varios algoritmos. Os modelos com maior
acuracia implementaram redes neurais. Modelos implementados usando o algoritmo lightGBM
ficaram logo atras, com uma diferenga de cerca de 2%, mantidos iguais todos os demais
parametros. A arquitetura de rede usada esta descrita na tabela anterior. O Grafico® 5 mostra a

acuracia em base de teste alcangada pelos algoritmos experimentados*®.

4  Comando python usado para sua geragdo: seaborn.catplot(data=df, x="ANO MES",

y="QTD DOCUMENTO", height=10, aspect=1, row_order=True, hue='PERCENT_ACURACIA_ TESTE'
legend=False, , palette=sns.color_palette("BrBG", 7))

4 Comando usado: seaborn.boxplot(x="NOME _MODELO CLASSIFICADOR",
y="PERCENT ACURACIA_TESTE", data=df, ax=ax)

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.



Grafico 5 - Boxplot com acuracia em base de teste dos algoritmos experimentados.
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Fonte: elaborada pelo autor (2019)
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46 A grande variagdo de acuracia por algoritmo se justifica pela variagdo de combinagdo de pardmetros
usados nos treinamentos, como o critério de sele¢do de documentos envolvidos, as diversas combinagdes de
valores de hiperparametros das proprias técnicas e os critérios de teste.
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Os aprendizados foram armazenados também como observagdes na tabela

observacao_projeto. A Tabela 11 ilustra alguns aprendizados importantes do projeto. Algumas

observagdes mesclam defini¢cdes de agdo e aprendizados, sendo os aprendizados resultados das

acdes ou motivadores delas?’.

Momento

27/2/19
10:32

27/2/19
10:39
27/2/19
10:53

1/3/19
18:14

1/3/19
18:22

14/3/19
13:11

15/3/19
15:24
15/3/19
21:05

19/3/19
9:29
29/03/2019
09:54

1/4/19
15:36

3/4/19
17:29
3/4/19
17:47
10/4/19
10:49

Tabela 11 — Exemplos de aprendizados registrados durante o projeto

Descricao

Somente as variaveis extras selecionadas (de qualidade e de contexto) levam a
um resultado de 44% de acuracia, com otimizador Adam (se Adagrad:42%, se
SGD:28%)

Ao usar pca (sklearn): melhor separar o comando fif do comando transform. O
comando fit transform estava travando!

Ao usar pca (sklearn): se o nimero de dimensdes for bem pequeno e o array for
grande (ver detalhes na documentagdo da fung@o), melhor usar o método
randomized do que o full. Pois é mais rapido, e os resultados (variancia
alcangada) sdo equivalentes.

Considerando randomforest (sem tipo outros): O bag menor (86) sem variaveis
extras ja traz um resultado interessante: 71%; com variaveis extras, ha um
aumento para 75,10%. MLP aumenta para 75,85%; as 10 palavras mais comuns
sem variaveis extras levam a acurécia de 50.80%. Com varidveis extras: 66.5%.
Truncated SVD com tamanho 43 (metade do niimero de classes) se mostrou
mais benéfico (execucao rapida e melhor acuracia - com randomforest) do que
SparcePCA (muito lento!) e RBM (tem baixa acurécia)

Precisarei apagar as execugdes com k-fold, pois a acuracia baixa provavelmente
se dava por causa do algoritmo receber y com varias colunas (pensaria ser
problema multilabel e ndo multiclasse), quando esperam receber apenas uma
coluna.

Experimentando teste com repeated kfold: como o treinamento recebe como
parametro o objeto "kfold", bastou mudar a classe.

Melhor usar sklearn.model_selection.cross_validate do que cross_val _score
pois ele traz também outras informagdes como métrica em treinamento (se
solicitado). Alterado codigo para gravar treinamento com teste usando kfold
para algoritmos shallow.

Tratado encoding dos dados vindos do oracle (cladop.utilbd.connecta_bd com
UTF-8)

Percebida uma melhora de cerca de 5% na acuracia dos modelos ap6s inclusdo
do nome do arquivo como caracteristica.

Para algoritmos shallow, as colunas extras com valores ndo dummies (uma so
coluna com varios valores discretos) levaram a um resultado melhor. Para Rede
Neural, ha uma pequena melhora usando valores dummies..
Lightdbm.sklearn.LGBMClassifier com lerning rate 0.5 ou maior ndo alcangou
acuracia superior a 40%.

Aplicando boost (adaboost) sobre o RandonForest alcangou-se uma melhoria na
acuracia de aproximadamente 1% - verificagdo visual

Em classificagdo de multiclasses, as métricas f1_micro, recall micro,
precision_micro € acuracia sdo equivalentes

Atividade

CRISP-DM
Selecionar
Dados

Formatar
Dados
Formatar
Dados

Selecionar
Dados

Formatar
Dados

Projeto de
testes

Projeto de
testes
Projeto de
testes

Formatar
Dados
Selecionar
Dados

Formatar
Dados

Construir
Modelo
Construir
Modelo
Projeto de
testes

47 Exemplo de aprendizado que motiva uma defini¢do de agdo: Alterado programa (shallow) para ndo
gravar recall e fl micro, pois sdo equivalentes a acuracia (e precisdo), registrado em 6/4/2019.
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10/4/19 Em classificagao de multiplas classes, as métricas f1, recall e precision, quando = Projeto de

10:53 calculadas com peso (weighted) chegam a valor bem proximo de calculo por testes
instancia (calculo "micro" - que equivale a acuracia)

12/4/19 Criado modelo 7 de tratamento de texto com classes novas: nome, sobrenome, Formatar

9:56 sigla uf e nome uf. Bem como integrado com as palavras mais comuns no Dados

modelo de nomes de arquivos. Também feita tradug@o de palavras comuns com
€IT0: aenxo Por anexo

15/5/19 Para a rede 7, o binary demorou mais (36 contra 33 épocas) e teve acuraciaum  Formatar

7:44 pouco pior. Tfidf: 89,9 +- 0,3 contra 89,5 +- 0.2. Dados

16/5/19 Otimizador em redes neurais passou a ser um objeto, para se ter flexibilidade de | Construir

17:34 ajustar parametros Modelo

22/5/19 O otimizador Adam (passando objeto com Amsgrad=False) foi o melhor Construir

20:04 otimizador ate 0 momento. Acima do Amsgrad=True em 0.1% , do Rmsprope = Modelo
do Adadelta em 0.2% no contexto avaliado das ultimas execugdes.

29/5/19 Em 11/04/2019 todos os 830 tipos 86 (Notificagdo, inclusive edital - Coletar

20:43 responsabilidade afastada) viraram 42 [Notificagdo (oficio), inclusive edital]. Dados
Atualizamos tabela espelho para refletir essa mudanga.

5/6/19 Passamos a considerar para nome de arquivo um bag de 1000 palavras, pois Formatar

18:20 constatamos pelo IgbmClassifier.booster _.feature_importance() que a particr de = Dados
1000 a importancia era zero. E rede MLP melhorou 0.15% sua acuracia.

5/6/19 Usando modelo de rede 7 com shuffle==True ndo impactou a acuracia. Na Construir

19:57 realidade reduziu em 0.04%. Modelo

Fonte: elaborada pelo autor (2019)

Ha aprendizados da tabela, a maioria, que podem muito bem ser sintetizados por
mineragdo de dados nos registros de treinamentos. Por exemplo, o primeiro aprendizado do dia
10/4/2019: facilmente esse padrdo, igualdade de valores em algumas colunas, poderia ser
detectado por uma rotina de pesquisa de regras nos dados. Mas héa alguns que carecem da
intervengdo humana, como o primeiro do dia 15/3/2019: Experimentando teste com repeated
kfold: como o treinamento recebe como parametro o objeto ‘kfold’, bastou mudar a classe.

Nao foi escopo deste trabalho e nem do projeto Cladop a geragcdo de conhecimentos
de forma automatica. Mas, esse se mostra um caminho promissor para a eleva¢ao do
conhecimento organizacional, o que foi referendado por NGUYEN (2018), que, como visto,
ressalta haver um grande vazio de pesquisas nessa area.

Passados menos de seis meses desde que os primeiros registros constantes da Tabela
11 foram efetuados, o autor experimentou contabilizar quantos deles ainda se encontram
completamente claros em sua memoria e chegou ao nimero de 7*8entre os 22, um total de 27%.
Os demais, infelizmente, estavam perdidos da memoria do autor, mas, gragas ao rastro, nao
perdidos da memoria do projeto.

Esse esquecimento leva a execugao repetida de experimentos (BECKER e GHEDINI,

2005). Durante o projeto Cladop houve um esquecimento pela equipe que levou a uma execucao

48 S30 eles os registros dos dias 15 (15h) e 29 de margo, 1, 10 (10:49) e 12 de abril € 16 de maio.
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repetida de tarefa. Aconteceu uma vez no projeto®: o aprendizado Em classifica¢do de
multiplas classes, as métricas fl_micro, recall micro, precision_micro e acurdcia Sdo
equivalentes, de 10/4/2019, foi ignorado, no dia 29/5/2019, com a execug¢ao da acao definida
como: Alterado programa (shallow) para gravar também recall e f1 micro, o que levou a um
retrabalho em 6/4/2019: Alterado programa (shallow) para nao gravar recall e f1 ‘micro’, pois
sdo equivalentes a acuracia (e precisdo). Ficou a ligao aprendida de que ndo basta ter o rastro,

¢ necessario fazer uso do mesmo.

4.5 GERACAO DE RELATORIO A PARTIR DE INFORMACOES NO RASTRO

Um importante uso para o rastro percebido no projeto ¢ a possibilidade de construgao
de forma semi-automatica de relatdrios que podem ser previstos na metodologia base em uso
na Organizagdo. Ainda que sem todos os detalhes necessdrios, uma versao preliminar do
relatorio pode ser gerada de forma automatica a partir do rastro.

O relatorio criado como exemplo ¢ sobre a substituicdo de palavras por niimeros
(numericalization) dos textos no projeto Cladop, passo que integra a fase Preparagdo de dados
do CRISP-DM e perpassa as atividades de Selecdo, Constru¢do e Formatagdo de dados.

A partir de graficos gerados automaticamente dos treinamentos do rastro do Cladop
envolvendo parametros relacionados a substituicao de palavras por nimeros, foram adicionadas
informacdes que os contextualizam. Em seguida, foram relacionados os registros de
aprendizados e de defini¢cdes de agdo em ordem cronoldgica sobre o tema. Faz parte do relatorio
uma introdugdo que estd associada ao tema do relatorio e pode ser gerada também de forma
automatica.

A lista cronologica de aprendizados e defini¢des de agdo e alguns graficos gerados
automaticamente a partir dos treinamentos formam um bom ponto de partida para um relatdrio
sobre a alguma tarefa especifica da metodologia base que, normalmente, pretende detalhar
decisdes e suas razdes, suposi¢oes, descobertas e conhecimentos adquiridos na execugao.
Segundo BECKER e GHEDINI (2005), o CRISP-DM solicita essas informagdes, embora nao

forneca uma estrutura para relatorio.

4 Espera-se que outras ndo tenham caido no esquecimento!
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Relatorio sobre a substituicio de palavras por nimeros no Cladop

Essa atividade integra a fase Preparagdo de dados do CRISP-DM e perpassa as
atividades de Sele¢cdo, Construgdo e Formatagao de dados.

Os textos precisam ser transformados em numeros para que possam ser usados em
algoritmos de méaquina. No projeto foi escolhida a técnica bag of words que, resumidamente,
associa um numero a cada palavra do corpus, conjunto total de textos tratados, e representa um
documento por um array em que, para cada posi¢ao correspondente ao indice da palavra, ¢
colocado um numero, e as palavras mais frequentes ocupam as primeiras posi¢oes do array.

No projeto Cladop, foram experimentados 4 modos de conversao de texto em nimero
(parametro bag ind modo numerico): binary, count, tfidf e freq. O modo definido foi usado
tanto para substituir palavras do contetido quanto dos nomes dos documentos. As que levaram
a uma maior acuracia foram tfidf e binary, nessa ordem, conforme pode ser observado no

Grafico 6.

Grafico 6 — Boxplot do percentual de acuracia em base de teste por modo de conversio de palavra em niimero™°
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Fonte: Elaborada pelo autor (2019).

30 Todos os boxplots do relatério representam os 12.866 treinamentos efetuados e ddo uma nogio da
distribui¢do do percentual de acuracia em testes alcangados (eixo y) para cada valor de pardmetro (eixo x).
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Os tamanhos dos arrays também s3o pardmetros dos treinamentos, denominados
bag num_palavras_conteudo e bag num_palavras nome_arquivo, associados
respectivamente ao contetido e ao nome arquivo. Conforme Grafico 7, um tamanho maior de

bag de contetido proporciona uma maior acuracia para o classificador.

Grafico 7 - Boxplot do percentual de acuracia em base de teste por tamanho do bag do
contetdo do documento
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Fonte: Elaborada pelo autor (2019).

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cdigo 63890623.



67

Por ser um contexto diferente, foi criado um bag a parte para nome do arquivo. Apos
a constru¢do do bag para nomes de arquivos, algumas siglas e abreviagdes do negodcio
encontradas foram incorporadas ao diciondrio de palavras validas do negocio enriquecendo o
bag do conteudo. Foi observado que apenas as 1000 palavras mais comuns eram importantes

para o classificador, conforme pode ser percebido no Grafico 8.

Grafico 8 - Boxplot do percentual de acuracia em base de teste por tamanho do bag do nome do documento
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Fonte: Elaborada pelo autor (2019).

O Gréfico 9 traz a acuracia alcangada pelos diferentes métodos aplicados de pré-

processamento.
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Grafico 9 - Boxplot do percentual de acuracia em base de teste por método de pré-processamento
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Fonte: Elaborada pelo autor (2019).

Para se evitar a maldi¢do da dimensionalidade, que, resumidamente, alerta para o risco
de um elevado niimero de varaveis impactar negativamente o modelo gerado, os treinamentos
recebem como parametros, de forma opcional, o tamanho a ser derivado a partir do bag e a
técnica a ser usada, denominados, respectivamente, qtd dimensao reduzida conteudo e
redutor_dimensao_conteudo. O Grafico 10 ilustra o comportamento da acuracia do modelo em
relacio ao numero de varidveis resultantes da reducdo de dimensdes do array,

independentemente da técnica usada.
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Grafico 10 - Boxplot do percentual de acuracia em base de teste por niimero de variaveis apos redugio
dimensdes do array
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Fonte: Elaborada pelo autor (2019).

Algumas técnicas de reducdo foram experimentas. A que proporcionou a maior
acuracia com o menor tempo de resposta foi TruncatedSVD. O parametro passado para o
treinamento ¢ um objeto python que implementa a transformagdo da biblioteca
sklearn.decomposition. O Grafico 11 demonstra a variagdo da acuracia para alguns redutores.

O Gréfico 12 traz uma matriz de dispersdo’! entre os pardmetros relacionados a troca

de palavras por numeros.

31 Trata-se de uma matriz de graficos de dispersdo, que, segundo wikipedia, utilizam coordenadas
cartesianas para exibir valores de duas variaveis. Os dados sdo exibidos como uma cole¢do de pontos, cada um
com o valor de uma variavel determinando a posi¢do no eixo horizontal e o valor da outra variavel determinando
a posi¢do no eixo vertical. No Grafico 12, os pontos correspondem aos registros de treinamentos que usaram os
valores indicados das duas variaveis e permitem visualizar os valores mais experimentados concomitantemente.
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Grafico 11 - Boxplot do percentual de acuracia em base de teste por redutor de dimensdes aplicado - parciail
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Fonte: Elaborada pelo autor (2019).
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Grafico 12 — Matriz de dispersdo (Scatter matrix) entre os parametros relacionados a substitui¢do de palavras por
niimeros
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Fonte: Elaborada pelo autor (2019).
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A Tabela 12 relaciona os registros de defini¢gdes de acdo e de aprendizados

relacionados a atividade de substitui¢do de palavras por nimeros em ordem cronologica.

Tabela 12 - Registros de defini¢des de agdo e de aprendizados relacionados
| Momento _ Deserigio
26/2/19 14:16 = Aplicando In nas variaveis de qualidade do documento e testando tamanho menor de bag
26/2/19 16:20 | Tentar PCA para reduzir bag. Manter: In nas variaveis de qualidade do documento
27/2/19 10:21 = O uso das 129 primeiras palavras do bag trouxe um resultado (75%) pouco inferior ao uso de
pca 129 (random) de 79%
27/2/19 10:29 | Em MLP, o uso de tamanho bag pequeno (125) com as variveis extras trouxe um resultado
(76%) pouco inferior ao uso somente de bag com muitas palavras (depende do otimizador).
Logo, para um bag pequeno, as variveis extras fazem diferenca.
27/2/19 10:34  Definindo o PCA a partir de limite de variancia: Resultados com PCA (sklearn)
kind bag tamanho treino limitevar n components , Acuracia(so palavras)

full tfidf 4096 4808 0.8 522 0.6621
full tfidf 4096 4809 0.9 1018 0.67571
full tfidf 4096 4811 0.9 1999 0,67
full binary 4096 4812 0.9 1872 0,54
full tfidf 8192 4813? 0.9 3249 0.669

27/2/19 10:39 | Ao usar pca (sklearn): melhor separar o comando fit do comando transform. O comando
fit_transform estava travando!

27/2/19 10:53 Ao usar pca (sklearn): se o numero de dimensdes for bem pequeno e o array for grande (ver
detalhes na documentagdo da fun¢do), melhor usar o método randomized do que o full. Pois é
mais rapido, e os resultados (variancia alcangada) sdo equivalentes.

1/3/19 18:09 | Conclusdes: (com variaveis extras; MLP com otimizador, adam, tfidf, etc):
. usar pca com o mesmo numero de classes se mostrou a op¢ao mais benéfica (custo x
beneficio)! Talvez possamos pressupor a divisao dos textos em clusters de forma equivalente
ao numero de classes.
. aplicar o pca no array com 1024 palavras mais comuns se mostrou mais benéfico do que
aplicar o pcar no array com 8192 palavras. Nao porque a variancia explicado foi maior (59%
contra 37%), isso era esperado de um array menor. Mas por causa da acuracia alcangada
(78.4 x 78.06).
. sem juntar as variaveis extras, o uso de PCA (n=86) néo leva ao mesmo resultado do uso do
bag completo (n=8192):77.06 x 80%. Mas, ao concatenar as variaveis, o resultado com PCA
se aproximou mais (78.4% x 80%).

1/3/19 18:10 = Testando s6 bag menor (sem pca) com variaveis extras
bag mlp adam randomforest
129 76
86 75,85 75.10
43  72.45 73.45
20 70
10 66.5

Testando s6 bag menor (sem pca) sem variaveis extras
bag randomforest

86 71.54
43 68.33
20 62

10 50.80

1/3/19 18:14 | Considerando randomforest (tipo sem outros):
O bag menor (86) sem varidveis extras ja traz um resultado interessante: 71%
Com variaveis extras, hd um aumento para 75,10%. Mlp aumenta para 75,85%.
As 10 palavras mais comuns sem varidveis extras levam a acuracia de 50.80%. Com
varidveis extras: 66.5%
1/3/19 18:20 | Outras formas de redugdo de dimensionalidade
Bag 1024 reduzindo por varidncia (acuracia; randomforest)
variaveis extras: sem com tamanho obs
sparcePCA 72.19 86 muito demorado

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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LDA 71,85 86 default

RBM 18.6 86 1r=0.001

TruncatedSVD 74,14 75,41 86 (ardock) - super rapido
TruncatedSVD 73,26 75,8 43 (ardock) - super rapido
Melhor configuragao:

truncatedsvd: default, algorithm=ardock

randomforest: default + {bootstrap: False, n_estimators: 20}

acuracia alcangada em teste: 0.7326

Truncated SVD com tamanho 43 (metade do nimero de classes) se mostrou mais benéfico
(execucao rapida e melhor acurécia - com randomforest) do que SparcePCA (muito lento!) e
RBM (tem baixa acuracia)

Experimentando TruncatedSVD (merece ser revista a execugao)

partindo de 8192 para 86 dimensdes; sem variaveis extras
-randomized, ficou:

.. pior: 48.06% (n_iter=10 ou 100)
.arpack, ficou:

.. pior: 48.06% (n_iter=10)

partindo de 8192 para 166 dimensdes; sem variaveis extras
.arpack (n_iter=10): 48.06

partindo de 1024 para 86
.arpack:74.07 (n_iter=100) ou 0.7 ????

partindo de 1024 para 43 dimensdes; sem variaveis extras
.arpack (n_iter=10): 74.34
.randomized (n_iter=10): 73.89

partindo de 1024 para 20 dimensdes; sem variaveis extras
.arpack (n_iter=10): 71.72

partindo de 1024 para 166 dimensdes; sem variaveis extras
.arpack (n_iter=10): 73.50

partindo de 512 para 43 dimensdes; sem variaveis extras
.arpack (n_iter=10): 72.93
..randomized (n_iter=10): 72.68

partindo de 512 para 86 dimensdes; sem variaveis extras
.arpack (n_iter=10): 72.83

Melhor: partir de 1024; usar 43 dimensdes e método arpack
Otimizador adadelta conseguiu melhor acurécia até o momento (84.4). Como sugerido pelo
Eric, parece trabalhar bem em matriz esparsa de bag com 13684 e sem colunas extras. Tfidf:
84.4; binary: 84.3; colunas extras(258):84,2. Para bag menor, com 8192 palavras, e tSVD de
166, obteve também 84.2.
Avaliar possibilidades para tratamento de nomes de arquivos:
retirar todos os numeros:
retirar ""num ordem -
Como em: 04 - Nota de Empenho.pdf
Retirar nimeros do texto
10.2 Formularios de prestacao de contasl - OCR.PDF
13.2.5 manifestagdo 3.5.PDF
65.4 Aviso de recebimento4.PDF
76.4. Parecer da Auditoria_ 2018 06 13 11 31 34 655.PDF
16.7 aviso de recebimento 2018 05 25 13 05 56 204.PDF
2. Estatuto da Beneficiaria (2).PDF
sei 093890239

"nn
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Retirar acento e colocar lower
portaria de aprovagéo

Retirar separadores - () e espago (deixar apenas 1 espago)
relatorio_extrato_cc.pdf
ata (publicacao dou).pdf
sei_0833.pdf
60 ta)nubyta,odf

retirar preposigdes e artigos (stopwords?)
termo de cv.pdf

retirar letras sozinhas
resultado c.pdf

tratar apostrofe e ponto ao final da palavra
ar s fns
parecer tec. e financ. avaliac.
consulta cpf's
ar para e.tce

Tratar lista de sindnimos: tec por técnico; tecncica por técnico; (acrescentar nas revisoes)

retirar ""tipo documento"" (as vezes tem .pdf.pdf)
IYH‘pdeV

Nao retirar palavras desconhecidas (pelo menos as mais comuns... talvez pegar as las do bag)
ar.pdf
consulta sisgru
cadin
audit
parcer etce
consulta cpf's

Estratégia:
Montar um bag proprio
Identificar sindnimos entre os mais frequentes (1000)
retirar sindonimos tec por tecnico

Avaliar possibilidade de acrescentar as palavras dos nomes na constru¢ao do bag maior de
palavras

Criado modelo 7 de tratamento de texto com classes novas: nome, sobrenome, siglauf e
nomeuf. Bem como integrado com as palavras mais comuns no modelo de nomes de
arquivos. Também feita traducdo de palavras comuns com erro: aenxo por anexo
Ensemble alcangou 90,2% para bags maiores e logisticregression como metaclassifier.

Para a rede 7, o binary demorou mais (36 contra 33 épocas) e teve acurdcia um pouco pior.
Tfidf: 89,9 +- 0,3 contra 89,5 +- 0.2.

Constatada (para LGBMClassifier) um aumento na acuracia em teste para uso de TFIDF ao
invés de BINARY na casa de 0.4% em média para as ultimas execugdes, envolvendo mais
documentos

Passamos a considerar para nome de arquivo um bag de 1000 palavras, pois constatamos pelo
lgbmClassifier.booster .feature importance() que a partir de 1000 a importancia era zero. E a
rede MLP melhorou 0.15% sua acuracia.

Rodando novamente a execug@o de produgado so para salvar o redutor (truncatedsvd) e apurar
precisao por tipo em dados de validagdo

Fonte: Elaborada pelo autor (2019).
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4.6 ACOPLAMENTO DO RASTRO COM ATIVIDADES DE MONITORAMENTO

A rotina de monitoramento da eficacia de um classificador em producao construida no
projeto Cladop ¢ um bom exemplo de beneficio do rastro.

A Figura 10 apresenta um modelo Entidade-Relacionamento (MER) integrando novos
metadados de monitoramento do projeto (tabelas em amarelo) aos conceitos ja apresentados na

Figura 8, em azul, referentes aos treinamentos do classificador.

Figura 10 - Modelo Entidade x Relacionamento - integrando monitoramento e rastro

Metadados de projeto Treinamentos =fetuados: parimetros usadas & resultsdos alcangades
Configuraglo de apuragie icia
FORMA_APURACAD_ACURACIA_TESTE TREINAMENTO_CLASSIFICADOR
COD PROJETO  <pk,fice ot oull COD <ak> ot nul
NUM_PARTIGAD ot nul COD_FROJETO <fki> not nul
NUM_REFETICAO not nul DTHORA_REGISTRO not nul
Configuragio de monitoramento 3 SEIRLELITET -
i DESCR_CRITERIO_SELECAD null
VONTORAMENTO_MENSAL QTD_MIN_FOR_TIFO null
COD PROJETO <ok fic pot null gErr mILLi =0T e
NUM_DIAS_PERIODO_APURACAC not null METODO_EXTRACAS_TAT not null
QTD_MIN_REGISTRO_NOVC not null COD_METODO_EXTRACAC_TEXTS <fkz> not null
QTD_MIN_REGISTRO_TREINAMENTO not null IND_TIPO_NUMERICALIZACAD not null
QTD_MIN_REGISTRO_POR_CLASSE not null SAG_IND_MIDO_NUMERICO nul
PROBAB_ACC_SUPERIOR_LIMITE_MIN not null BAG_NUM_PALAVRAS_NOME_ARZUING nul
PCT_POPULAGAO_ACC_SUP_LIM_MIN not null 5 TR ML hbff FLATELLD o
DTHORA, ULTIMA, EXECUCAG ol ; REDUTOR_DIMENSAC_GONTEUDO ol
DESCR_SITUACAD_ULTIMA_EXECUGAC null g;gtg'"ENW-RED“Z‘ CA_CONTELDS '"”
DESC ;_c :)m:gg_gét_.;i%_lagmoco = n:: PROJETD_CLASSIFICADOR A ooEnT BASE e
MANDO_SEL_OTD_REG_NOVG il £o0 k= ot null DESCR_CRITERIC_DIV_BASE TESTE nul
DIGO. FROCESSA REG NOVD ot nul NOME akf> ot null PERCENT_BASE VALIDACAQ nul
= == siaLa <akZ> not null DESCR_CRITERIC_DIV_BASE VALIDA nul
onientam DOI'H? = ‘© monitoramento mensal DESCR not null NOME_MODELO_CLASSIFICADOR not null
- EMAIL_ECQUIPE_MODELD not null DESCR_DETALHE_CLASSIFICADOR not null
EMAIL_ECUIPE_SISTEMA_USO null NUM_EFOCA_MAXIMO nul
Frojstos o2 clazsificador us2ndo tionicas de aprendaade ST e e -
e T T e NOME_OTIMIZADOR_MODELO ol
S SE_TREINAMENTC_GOM_SHUFFLE ol
QTD_DOCUMENTG ot nul
QTo_TIRO et null
Configursgio de versionamento | s R
CEEL PR TI R PERCENT_ACURACIA_TREINA null
LCOD PROJETO Zpk ak3 k1> not null FERCENT_ACURACIA_TREINA_STD noall
NUW VERSAD gk nt null PERCENT_ACURACIA_TESTE null
NUW SUEVERSAZ gk nt null FERCENT_ACURAGIA_TESTE_STD null
Py el Do Wioael COD_TREINAMENTC_GERACAD =ak1,fk2>  not nul FERCENT_PRECISION_MACRO_TESTE null
— COD_TREINAMENTC_TESTE  <sk2fk3>  mul FERCENT_F1_MACRO_TESTE ol
DTHORA_IMPLANTACAD k3> null PERCENT_F1_WEIGHTED_TESTE ol
Tk P e Y Historico de versoss de um classificador. Em principio, 56 FERCENT_RECALL MACRO_TESTE null
gram Wodslo Meritoramanto _ T e vk oy = oy bt PERCENT_REGALL_WEIGHTED_TESTE null
uinor bores  Dats 22072018 o nerm e EeoiiTar oymer i dnie PERCENT_PRECIS_WEIGHTED_TESTE null
Version AT T (s DT e g PERCENT_ACURACIA_VALIDA null
e e Wi e e ot e PERCENT_ACURACIA_VALIDA_STD null
de bug) nSo implicam novos registros na tabels, mas. Armazena detalles dos tenamentos do classificador
representam um terceiro ndmero na cadeia de formacio automatico de tipe de documento do sistema eTCE
que identifica um oédigo em produgio:

Fonte: elaborada pelo autor (2019)

Como visto, a tabela versao_classificador traz informagodes do histdrico de versdes e
subversdes implantadas de um modelo. Para cada modelo, registram-se dois codigos de treinos
do modelo: o treino em que se apurou a acuracia do modelo (cod_treinamento_teste) e o treino
em que se gerou a versdo final do modelo (cod_treinamento_geracao). O que diferencia uma
versao de uma subversdo sdo os critérios usados na sua construgdo. Se a mudanga entre os
modelos for apenas o conjunto de dados considerado no treinamento, tem-se uma nova
subversdao. Se a mudanga for além dos dados envolvidos, por exemplo, implicando novos
valores de hiperparametros ou o uso de outros tipos de algoritmos, tem-se uma nova versao.

A partir das informagdes do treino de teste, pode-se obter a acuracia alcangada do

modelo e a forma de sua obtencao, indicada pelo numero de partigdes e de repeticdes usadas.
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Essas informagdes servem de base para a derivagdo da acurdcia minima aceitdvel para o
modelo.

Contrasta-se a acuracia minima aceitavel com a acuracia efetiva apurada em dados
reais de wuso do classificador em um periodo, delimitado pela coluna
num_dias_periodo_apuracao da tabela monitoramento_mensal. Essa acuracia deve ser obtida
a partir do comando sq/ registrado na coluna descr comando sel acc periodo da mesma
tabela. Se a acuracia apurada estiver acima do limite minimo esperado, um e-mail € enviado a
equipe do modelo avisando o resultado. A Figura 11 ilustra mensagem real enviada pela rotina

proposta em uso para o Cladop.
Figura 11 — Exemplo de mensagem enviada caso a acuracia esteja acima do limite minimo esperado
Apuracao

A acuracia apurada do Cladop {versdo 2. 0) considerando os ultimos 30 dias foi 89.16%;,
ou seja, 4047 de 5164 documentos classificaveis no periodo.

Conclusio

Considerando o limite minimo esperado® de 88% (e maximo de 93%), concluimos que
o modelo esta com acuridcia dentro do esperado.

Informacoes complementares

Condi¢cdes para treinamento de novo modelo

Quantidade minima de registros: 60000

Quantidade minima de registros por classe (tipo): 1

Quantidade minima de registros novos (ndo usados no treinamento do modelo atual):
2000

Documentos ndo classificaveis no periodo
Quantidade apurada: 625 de 5164, ou seja, 12.1%.

* Como chegamos a esses wvalores limites: a acuracia do modelo foi obtida em amostra com 14
configuracdesde base de teste por walidacdo cruzada com repeticdes aleatdrias, alcancando 90.4.
Considerando-se a tabela A-6 do livro Estatistica Experimental (Matrella, 1963), para uma probabilidade
de 99% que 99,9% da populacdo esteja na faixa, para o tamanho amostral de 14, encontramos esses
limites como aceitaveis.

Fonte: Elaborada pelo autor (2019).

Contudo, se a acuracia for inferior ao limite minimo, deve-se iniciar automaticamente
um treinamento de um novo modelo com dados ndo usados no treinamento da versdo atual em
produgdo. Mas, se nao houver um minimo de registros novos, o treinamento deve ser suspenso
e a equipe deve ser notificada dessa situacdo por e-mail. O limite minimo de registros novos
consta na coluna gqtd_min_registro_novo e o comando para a identifica¢do da quantidade de

registros esta em descr_comando_sel qtd reg novo.

52 0 tamanho da amostra, a métrica apurada e o desvio padrdo sdo pesquisados na Tabela A-6 do livro
Estatistica Experimental (Natrella, 1963) para obtengdo dos limites aceitaveis. Os parametros de probabilidade e
o percentual da populagio a serem considerados sdo obtidos, respectivamente, das colunas
probab_acc_superior_limite_min € pct_populacao_acc_sup lim_min da tabela monitoramento_mensal.
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No caso de haver registros novos em niimero acima do parametro indicado, apura-se a
acuracia do modelo diante dos novos dados, atendidos os demais requisitos minimos indicados
(gtd_min_registro_treinamento e qtd_min_registro_por classe). A forma de apuragdo da
acuracia se da com validacdo cruzada seguindo o niimero de parti¢des e de repetigdes indicadas
na tabela forma_apuracao_acuracia_teste.

Antes do treinamento, pode-se, se necessario, efetuar o processamento de registros
novos, através do codigo python indicado na coluna descr codigo processa _reg novo. No
caso do Cladop, a base espelho com os dados dos documentos disponiveis para uso no
treinamento ¢ atualizada e os textos pré-processados.

Se a acuracia obtida ndo superar a do modelo em producdo, um e-mail ¢ enviado a
equipe do projeto para, se for o caso, rever os parametros em uso. Mas, se a acuracia for maior,
parte-se para o treinamento automatico do modelo final, usando-se os mesmos parametros da
versdo em producdo, obtidos da tabela de treinamentos do rastro usando como chave a
informagdo cod_treinamento_geracao da tabela versao_classificador. O novo treinamento ¢
registrado no rastro e novo registro de subversdo® ¢ inserido na tabela de versdes do modelo
com os respectivos codigos de treinamento, e um e-mail deve ser enviado para a equipe ultimar

os testes e avaliar a implanta¢do do modelo treinado, como ilustrado na Figura 12.

33 Trata-se de uma nova subversio do modelo, haja vista que a diferenga foi apenas os dados
considerados no treinamento do modelo, tendo sido mantidos os parametros indicados no treinamento da versdo
atual.

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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Figura 12 — Exemplo de mensagem se o novo modelo treinado automaticamete for indicado para implantagdo.
Apuracao

A acuracia apurada do Cladop (versao 2. 0) considerando os Gltimos 30 dias foi 89.16%,

ou seja, 4047 de 5164 documentos classificaveis no periodo.

Considerando o limite minimo esperado* de 88% (e maximo de 93%), iniciou-se

automaticamente nowvo treinamento considerando dados de documentos mais

recentes.
Treinamento

Foi treinado novo modelo (codigo treino 10000) para apuracio da acuracia em base
de teste por validacdo cruzada com 7 partig@es e 2 repetictes. Resultado: 89% com
desvio padrdo de 0.3%.

Movo versdo gerada: 2.1 (cddigo treino 11111) com percentual nos dados de validacdo
de 92.3%.

Conclusao

Movo modelo alcangou acuracia superior ao modelo atual foi treinado e cadastrado
como nova subvers3o nos metadados de projetos. Sugere-se, apds os devidos testes,

asua implantag50.|
Informacgdes complementares

Condigdes para treinamento de novo modelo

Quantidade minima de registros: 60000

Quantidade minima de registros por classe (tipo): 1

Quantidade minima de registros novos (ndo usados no treinamento do modelo atual): 2000
Quantidade de documentos novaos no periodo: 0

Documentos ndo classificaveis no periodo
Quantidade apurada: 625 de 5164, ou seja, 12.1%.

* Como chegamos a esses valores limites: a acurdacia do modelo foi obtida em amostra com 14
configuragtes de base de teste por validagdo cruzada com repetigbes aleatdrias, alcangando 50.4.
Considerando-se a tabela A-6 do livro Estatistica Experimental (Natrella, 1963), para uma probabilidade
de 99% que 99,9% da populacdo esteja na faixa, para o tamanho amostral de 14, encontramos esses
limites como aceitaveis.

Fonte: Elaborada pelo autor (2019)

Ao final do processamento, atualiza-se nos metadados de monitoramento do projeto
com o resultado alcangado ¢ a data ¢ a hora de término do treinamento (colunas
dthora_ultima_execucao € descr_situacao _ultima_execucao).

Embora construida para atender o Cladop, qualquer outro classificador que use a
mesma estrutura de rastro de treinamentos também pode ser monitorado*. Mais detalhes sobre

o fluxo de processamento da rotina de monitoramento encontra-se no Apéndice C.

> A manutengdo exigird uma pequena alteragdo na rotina que hoje sd espera um projeto na tabela
projeto_classificador. Nada que um comando de loop ndo resolva facilmente.
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Durante os testes da rotina de monitoramento, implementada pelo caderno
Cladop monitoramento.ipynb, foi treinado novo modelo com dados mais recentes, e foi
detectado um aumento na acurdcia, micro, de 90.4% para 91,1%, o que ensejou o registro da

versdo 2.1 do Cladop na tabela versao_classificador ainda a ser implantada’>.

5 CONCLUSAO

Os objetivos propostos para o trabalho foram alcangados.

Uma breve contextualizacdo com referencial tedrico foi apresentada sobre
metodologias e documentagcdo em projetos de mineracdo de dados, bem como do potencial
impacto das experiéncias adquiridas nos projetos para uma organizagao.

Foi proposto o Rastro-DM, que, em ultima instdncia, objetiva a retencdo do
conhecimento, fruto de experiéncias, de um projeto de DM. E um conjunto de boas praticas
que, entre outras caracteristicas apresentadas, ¢ flexivel e pode ser mesclado a metodologia em
uso por uma organizagao.

Rastro-DM mostrou-se viavel com a ilustracdo de sua aplicacio no projeto Cladop, em
que o rastro construido alcangou uma capacidade funcional suficiente para as necessidades do
projeto. Foram mostrados como beneficios, entre outros, um relatoério do projeto enriquecido
com informagdes geradas automaticamente do rastro e uma rotina automdtica de
monitoramento do classificador integrada ao rastro. O kit Rastro-Dm’% do projeto Cladop
encontra-se disponivel para trabalhos futuros que se interessem em dar prosseguimento a
reflexdo aqui iniciada.

Hé muito ainda por fazer. Trabalhos futuros podem experimentar o uso Rastro-DM em
outros contextos: outras tarefas de mineragao que nao classificagdo, outras plataformas de
desenvolvimento ou mesmo em outras culturas organizacionais. Rastro-DM pode ser revisado
com o acréscimo de novas atividades ou mesmo enriquecido com técnicas e procedimentos que
complementem as atividades sugeridas. Também ¢ um desafio para trabalhos futuros a

mineracao de aprendizados a partir de rastros de treinamentos. E, talvez o mais importante

33 Na Tabela 7 da segdo 4.4.1 que apresenta os detalhes dos treinamentos de teste e de geragdo da versdo
2.1 do Cladop, percebe-se o contexto de criagdo dos modelos: Cladop_monitoramento.ipynb, prova da integracao
entre 0 monitoramento e o rastro.

36 Kit Rastro-DM é o nome dado pelo autor ao conjunto de arquivos (planilhas, por exemplo) com os
dados das entidades rastreadas: treinamentos, defini¢cdes de agdo e aprendizados. Como dito, os dados do rastro no
Cladop ¢ o codigo usado para sua construgdo encontram-se publicados em https://gitlab.com/MarcusBorela/rastro-
dm.git, na pasta Rastro Projeto Cladop.
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ponto a evoluir, que ndo foi escopo deste trabalho, ¢ a partilha das experiéncias adquiridas e o
uso de taticas institucionais para o crescimento do conhecimento organizacional, pois preocupa
o fato de a integragdao entre DM e KMP possuir um grande vazio de pesquisas (NGUYEN,
2018). Afinal, o valor dos dados estd em como eles sdo interpretados e usados (BERMAN et
al, 2018).

Por fim, ficou claro que, além de contribuir para a equipe do projeto, o rastro dos
projetos tem potencial para promover um salto no conhecimento organizacional, se forem
adotadas medidas institucionais para incentivar sua construg¢do, sua partilha e a busca
automatica de aprendizados neles escondidos. Mas ha que se ter em mente que nenhum
direcionamento corporativo deve inibir a liberdade dos pesquisadores e dos analistas de dados,
pois diminuiria sua criatividade. E a liberdade criativa, de construir o préprio rastro, ¢ algo de
que os seres humanos ndo podem prescindir, pois ¢ um dos grandes diferenciais que os impedem

de serem classificados como maquinas.
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APENDICE A — Exemplo de rastro persistido em arquivos locais

O cédigo que se seque objetiva ilustrar uma implementagdo simples de uma infraestrutura de constru¢do de um rastro em python. Ele fez
parte da construgdo de um classificador’’. Os dados de treinamentos (que engloba as defini¢des agdes que contextualizam o treinamento) e dos

aprendizados sdo mantidos em df avaliacao (dataframe pandas) e em lista_obs (python list) respectivamente. Eles sdo persistidos em pasta local

em arquivos .csv € .pickle respectivamente.

O codigo nao objetiva estar completo (inclusive faltam os comandos de importagdo das bibliotecas usadas) ou mesmo sem erros, mas ser
apenas uma demonstragdo de que um rastro simples pode ser criado a um baixo custo com arquivos locais.

Versao mais completa deste codigo com dados do rastro local gerado encontra-se publicada em https://gitlab.com/MarcusBorela/rastro-

dm.git, na pasta Rastro Local.

Codigo de funcdes de apoio

def classifica(df avaliacao, classificador, obs, X, y, kf, verbose = True):
t start = time.time()
cv_results = cross_validate(classificador, X, y, cv=kf,
scoring=('accuracy', 'precision_weighted', 'f1 weighted', 'recall weighted'),
return_train_score=True,
n_jobs=-1)
t end = time.time()
t diff =t end -t start
df avaliacao = add _df avaliacao(df avaliacao, obs, cv_results, classificador, kf, len(y))
if verbose:

print("tempo: ", round(t_diff,3), " resultado:" ,list(df avaliacao.iloc[-1][["test accuracy mean","train_accuracy mean","classificador"]]))

37 Trata-se de um codigo que é parte de um caderno ipython referente a um trabalho de uma disciplina da pos-graduacao que deu origem a este Trabalho. Em algumas
atividades de disciplinas da pds-graduag@o, o autor optou por codificar um rastro local de forma a viabilizar, ao final do processo, a geragdo automatica dos aprendizados e das
execugdes implementadas, enriquecendo assim o resultado da misséo.
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return df avaliacao

defadd df avaliacao(df, obs, cv_results, classifier, kf, tamanho):
list value=[obs, tamanho, str(type(classifier))[8:-2], str(classifier.get params()), str(kf)]
for key in cv_results:
list_value.append(cv_results[key].mean())
list_value.append(cv_results[key].std())
return df.append(pd.DataFrame(np.array(list value).reshape((1,25)), columns=list(df.columns)), ignore index=True)

def apagar ultimas n_execucoes(qtd):
global df avaliacao
df avaliacao = df avaliacao.iloc[:-qtd]
return

def classifica lista(df avaliacao, obs, X, y, kf, lista_classificadores, verbose = True):
for classifier in lista_classificadores:
t start = time.time()
df avaliacao = classifica(df avaliacao, classifier, obs, X, y, kf, verbose = False)
t end = time.time()
t diff =t end -t start
if verbose:
print("tempo: ",round(t_diff,3)," resultado:" , list(df avaliacao.iloc[-1][["test accuracy mean",
"train_accuracy mean","classificador"]]))
return df avaliacao

def cria_df avaliacao():
list_label=["obs", "tamanho", "classificador", "parametros clf", "kfold"]
list_value=["","","","",""]
cv_results = cross_validate(RandomForestClassifier(n_estimators=80,random_state=vrandom_state), X, y, cv=kf,
scoring=('accuracy', 'precision_weighted', 'f1_weighted', 'recall weighted' ), return_train score=True, n_jobs=-1)
for key in cv_results:
list_label.append(key+" mean"
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list_label.append(key+" std")
list_value.append(cv_results[key].mean())
list_value.append(cv_results[key].std())
avaliacao = pd.DataFrame(np.array(list_value).reshape((1,25)), columns=list label)
avaliacao.drop([0], inplace=True)
return avaliacao

def salva_ambiente():
with open('observacoes.pickle', 'wb') as f:
pickle.dump(lista_obs, f)
df avaliacao.to_csv("execucoes.csv")
return

def recupera_ambiente():
with open('observacoes.pickle', 'rb') as f:
lista_obs=pickle.load(f)
df avaliacao = pd.read_csv("execucoes.csv", index col=0)
return lista_obs, df avaliacao

def imprime_lista_obs():
for item in lista_obs:
print(" "); print(item)
return

def apagar ultimas n_obs(qtd):
global lista obs
lista_obs = lista_obs[:-qtd]
return
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86
Codigo ilustrando o uso das fungoes

# sintetizando aprendizados

lista_obs.append("Experimentamos retirar as colunas de CEP (kfold 10), mas o resultado piorou: LRegression de 67.88 para 63.03; RForest
de 67.36 para 63.32 ¢ MLP de 67.06 para 63.41. ")

lista_obs.append("Com o stacking, a acuracia alcancada foi de surpreendentes 81.6% (ainda ndo usado kfold; base de teste com 12,3%)")

# definindo agao
# pode ser registrada de forma desvinculada de treinamentos, como observagdes
lista_obs.append("Proximos passos: gridsearch no RandomForest € montar um stacking")

# ou vinculada a treinamentos, como parametro do treinamento
descr_acdo="Base completa; Dimensdes reduzidas de 221 para 100"
df avaliacao = classifica lista(df avaliacao, descr a¢do, X dim red, y, kf, lista classificadores, True)

# executando experimentacdes
kf= Kfold(n_splits=10, random_state=vrandom_state, shuffle=True)
X,y =# foge ao escopo deste trabalho o detalhe dos dados

# um Unico treinamento de um classificador
clf = DecisionTreeClassifier()
df avaliacao = classifica(df avaliacao, clf, descr ac¢do, X, y, kf, True)

# experimentando varios classificadores
lista_classificadores = [ LogisticRegression(random_state=vrandom_ state),
RandomForestClassifier(n_estimators=80,random_state=vrandom_state),
MLPClassifier(alpha = 1,random_state=vrandom_ state)]
obs="Base sem CEP, kfold 10, dimensoes reduzidas de 122 para "+ str(redutor.n_components)+" por " + str(redutor)
df avaliacao = classifica_lista(df avaliacao, obs, X dim_red, y, kf, lista_classificadores, True)

# imprimindo lista de aprendizados
imprime_lista_obs()
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# imprimento lista de treinamentos e acdes motivadoras
print(df avaliacao)

# persistindo o rastro em arquivos locais
salva_ambiente():

# recuperando rastro dos arquivos locais
lista_obs, df avaliacao = recupera_ambiente():

Alguns registros de aprendizados

e No contexto experimentado, a retirada de 150 outliers piorou a acuracia, passando de 70.74 para 70.68%. Outliers identificados por
LocalOutlierFactor(n_neighbors=20, contamination=0.015).

e Ao reduzir as dimensdes da base completa para 100 dimensdes, a acuracia aumentou de 65.17% para 67.26.

e Com kfold:10 (base completa; tSVD 221:100), os algoritmos melhoraram um pouco na acuracia em relacao a kfold:5, pois havia mais dados
para treinamento (90%).

¢ Voltando todas as dimensdes e usando kfold:10 (base completa): o LRegression aumentou de 66.91 para 67.88 e o MLP subiu muito pouco:
de 66.80 para 67.06. O RForest (usado como contexto para validar o uso de redutor) reduziu de 67.36 para 65.19.

¢ Experimentamos retirar as colunas de CEP (kfold 10), mas o resultado piorou: LRegression de 67.88 para 63.03; RForest de 67.36 para 63.32
e MLP de 67.06 para 63.41.

¢ A reducdo de dimensoes (tSVD-42 ou PCA-0.9) na base sem colunas de cep diminuiram um pouco (0.5 a 1%) a acuracia dos classificadores.
e Com o grid search com outros parametros, a acuracia reduziu para 65.93%. Faltou fazer o grig search com dimensoes reduzidas.

¢ A melhor acuracia alcancada foi com o Stacking (81.6%)
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Alguns registros de treinamentos com defini¢des de acio de contexto (campo obs)

Tabela 13 - Alguns registros de treinamentos (visdo parcial das colunas)
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num Obs (Definicdo de taman modelo Parametros classificador Test neg
acao) ho mean
absolute
error
mean
46 Base completa; X 38767 | sklearn.linear_model.ba @ {'alpha_1': 1e-06, 'alpha_2" Kfold(n_splits=5, 0.642 -0.705 0.0059
com 50 dimensdes yes.BayesianRidge le-06, 'compute_score': random_state=42,
reduzidas por False, 'copy_X': True, shuffle=True)
TruncatedSVD(algorit 'fit_intercept': True,
hm='randomized’, 'lambda_1'": 1e-06,
n_components=50, 'lambda_2'": 1e-06, 'n_iter":
n_iter=5, 300, 'normalize': False, 'tol":
random_state=None, 0.001, 'verbose': False}
tol=0.0)
68 | Base completa; 38767 | sklearn.linear_model.ba | {'alpha_1": 1e-06, 'alpha_2" Kfold(n_splits=10, 5.658 | 0.594 0.596
aumentando kfold de yes.BayesianRidge 1le-06, 'compute_score": random_state=42,
5 para 10 - base de False, 'copy_X': True, shuffle=True)
treinameto passa de 'fit_intercept': True,
75% para 90% 'lambda_1": 1e-06,
'lambda_2'": 1e-06, 'n_iter":
300, 'normalize': False, 'tol':
0.001, 'verbose': False}
73 Base completa; 38767 sklearn.linear_model.rid | {'alpha': 0.5, 'copy_X': True, ShuffleSplit(n_splits=5, 1.174 0.5941 0.595
shufflekfold 5 ge.Ridge 'fit_intercept': True, random_state=42,
(teste=15%) 'max_iter': None, 'normalize': | test_size=0.15,train_size=None)
False, 'random_state': None,
'solver': 'auto’, 'tol': 0.001}

Fonte: Elaborada pelo autor (2019).
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APENDICE B — Detalhes da base espelho do projeto Cladop

O modelo relacional da Figura 13 descreve os dados que compdem a base espelho do

Figura 13 - Modelo relacional da base espelho com dados do sistema eTCE
o ™ BORAELA_A TIPC_DOCUMENTD, ETCE
SRt AL L =) [ g T
Fackage: DESCR WARCHA RSO ot
Tiagram: TTERTRCAD_FOF ‘BE_EMIGE_PROPORCAD MIN_TEXTOCHARL | EYTE}
Dol 23 TITE | BE_ATWO CHARL1 BEYTE} el
[Viarsion OTO_DOCUMENTD NUMEER{ N} not ud
DTR_L EVANTAMENTD D&TE < ot md
’—T - EBOAELA_ADANDG
GO0 MIMEER(D <o noind
[ BORELA_ADDCUMENTD_POF_ASSOGCIADD_DANG. C00 . OO AT o0 MOMEERH ot
'COD_DOGUNENTG WLMEER(  cpt noioll m NIMEER(10) i nl
COO_mAND o “ﬂmm e ::: =) BORELAA DA UFACAD  DATE <kt il
COO_TFO_DOCH NTO_E BERIS) DATA DATE ot noiml DATA_INETALIRACAC \TE «<%E notnd
DATA_CRECAD DATE <Al notmul [T DATA CRIACAC A g NUMEE RIS notrul DATA - DATR INSTAURACAD | ps aTua L ACAD, DEBITD: TE 8% nd
WUM_ORDEM NLUMBERT 80§ nat MES NUMEIE R ot nul DATA. IND_IKICIATT _INETALIRA CAD VARCHAR! DD nd
DESCRICAD SE TFQ OUTROSWAACHARINN) ma DAMES  MAEERD ot = DATA CATA ATLALZACAD, [ O RAOTIVD_NETALIRACAD VARCHARZES) ot
HONE_ARDUW O :L“‘“m nat rull Di_SEMANA NUMBERIT) not nul VA RCHA RCISS) not
IND_EUBMOTW G INSTAURACAD VA RCHA RCISS) nd
TAMANHO ARQUWD MUMBERIIT) nat rull LISENTES. BER(10) nd
WALOA_DESITO_ATUALE COM JURCENUMEER (10,4 nd
INO_ORIGEM] RECURS0E RICHA not
COD_UNDADE_INSTALRACCRA NUMEER (100 not
SOLA_UNDADE INSTALRADORA VA RCHARZ{&0) not
CO0_DOCIMENTO . CO_DOCUMENTD NOME_LIKIDADE_INSTALIRADORA FCHARZ{400) ot nat
OTD_DoCuM NUMEER(1 0} ot nd
DATA_LEWMNTAMENTD: DATE <% notnd
- BORELA_A WAL CAD_DOCUMENTC: POF Popuiar aulmatic aments:
O VET000 EXAAGAD TEXTD FONLVEERE) <pkls pand -t
| SO0 _DOCIUSENTD BUMEER]] <oeBle noind
DATA APLIRACAD DATE AT notnd
OTD_AONA_POF NLUMEERIE) ot rudl
oUW NLMEERIT] ot rud
ST TOREN PaLAvRA NCEERD e T
OTDL TOKEN_PALAVAA_WALIDA MLMEERHT e GO0 - £00 METODD EXTRAGAD TEXTD PO erp—preme =y I
OTD_TOKEN_DIF [RERAEETE N = 'DEEGRA VWARCHARZ(ZSS BYTE) a
OO EN_NUMERC NUMEERIT L]
OTD_TOKEN_WUM_CPF_CNFJ NLMEERT] ll
TD_CHAR NLUMEERT] ll
OTD_CHAR_NUMERD NLMEERIT) nd
OTD_CHAR_VOGAL NLMEERIT) nd
OTOL¢ NLUMEERT) md
QTD GHAR ESFRCO NUMEERIT) m
OTO_CHAR_PONTUACA O NUMEERT) mil
OTO_CHAR_DF NUMEERIT) mill
NUMEERSZ) mil
ERIS.Z) il
OTD_CHAR_EEARRADCR MLMEERMT) nd
OTD CHAR EMBOLO NLUMEERMT) Ll
NLMEERIT) nd
GTD_TRID NTE NLMEERT) md
OTO_TRID_CHAR_REFETIDO_MEEF  NUMBER(T) L]
OTO_TAK, | NUMEERTT) m
[_TOWKEN_DF NUMEERIE&) mil
F L ERIE.&) mill
FERCENT_CHAR SED NWALIDA MUMEERE £ ll
m

Fonte: Elaborada pelo autor (2019).

Segue descrigao detalhada do modelo.

Tabela tipo_documento_etce
Armazena os tipos associados ao Documento. Seus atributos sdo:

e Cod tipo documento etce:  Cddigo do tipo de documento associado. Fonte
documento comprobatorio dano.cod_tipo;

e Tipo_documento_etce: Descricdo do tipo de documento associado. Fonte
documento comprobatorio dano.cod_tipo;

e Se_exige proporcao min_texto: Identifica se o tipo exige que o documento tenha uma

propor¢ao minima de paginas com texto em relagdo a imagens. Fonte:
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tipo_documento_comprobatorio.se_exige proporcao min_texto. Constatado que o sistema
nao usa essa informacao;

e Se_ativo: Indica se tipo esté ativo. Fonte tipo_documento comprobatorio.se ativo;
Tabela dano
Armazena os danos ao Erario Publico. Seus atributos sdo:

e Cod_dano: Codigo do Dano associado ao documento. Fonte: cod dano.;

e Ano: Ano do dano. Fonte: ano;

e Num: Numero do dano daquele ano - para controle do usudrio. Fonte: num;

e Data inicio_prazo_instauracao: Data de inicio da contagem do prazo de instauragao.
Formato: yyyymmdd. Fonte: data_inicio_prazo_ instauracao;

e Data_instauracao: Data de inicio da instaura¢dao do dano. Formato: yyyymmdd. Fonte:
data_instauracao;

e Data_atualizacao debito: Data de atualizacdo do valor do débito; Formato: yyyymmdd
Fonte: data_atualizacao_debito;

¢ Ind iniciativa_instauracao: Um dos valores da lista de valores possiveis de iniciativa de
instauracao. Fonte: ind_iniciativa instauraca;

¢ Ind motivo_instauracao: Um dos valores da lista de valores possiveis de motivos de
instauracao. Fonte: ind_motivo_instauracao;

¢ Ind_situacao: Situag@o do dano. Fonte: ind_situacao;

e Ind submotivo_instauracao: Identifica o detalhamento do motivo de instauracdo
selecionado. Fonte: ind_submotivo_instauracao;

e Qtd doc comprob ausentes: Indica a quantidade de documentos comprobatorios
ausentes. Foérmula: (case when dn.docs comprobatorios ausentes is null then 0 else
(regexp_count(dn.docs_comprobatorios_ausentes, \;\) + 1) end) ;

e Valor debito atualiz_com_juros: Valor do débito atualizado com juros de mora. Fonte:
valor_debito_atualiz_com_juros;

e Ind origem recursos: Um dos valores da lista de valores possiveis de origem de recurso.
Fonte: ind_origem_recursos;

e Cod unidade instauradora: Indica unidade instauradora do dano. Fonte:
cod unidade instauradora;

e Sigla unidade instauradora: Indica sigla de uma unidade instauradora do dano. Fonte:

orgao_entidade.sigla para (tce. cod orgao_externo);
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Tabela documento_pdf associado _dano
Armazena os documentos associados aos danos. Seus atributos sao:

e Cod_documento: Codigo do documento associado a danos cadastrados no sistema
eTCE. Fonte (banco de dados, owner TCE, formato nome da tabela.nome da coluna):
documento_tramitavel.cod (para tce.documento comprobatorio.cod documento);

e Data_criacao: Data da criagdo da versio do arquivo eletronico. Fonte:
tcu.versao_arquivo_eletronico.data_criacao;

e Num ordem: Ordem do documento de wupload no Dano. Fonte:
documento comprobatorio_dano.ordem,;

e Descricao_se_tipo_outros: Descricdo do documento caso o tipo seja outros. Fonte:
documento comprobatorio_dano.descr outros;

e Nome arquivo: Nome do arquivo original, quando do upload para o sistema. Fonte:
documento comprobatorio_dano.nome arquivo;

e Qtd pagina pdf: Qtd de pagina indicada pelo PDF. Valor atualizado durante pré-
processamento do texto.

e Tamanho arquivo: Indica o tamanho do arquivo em bytes. Fonte:

tcu.versao_arquivo_eletronico.valor tamanho_arquivo;

Tabela Data
Objetiva viabilizar consultas por partes de datas para as tabelas filhas. Armazena,
quando sua criacdo, as datas de 1/1/1900 a 31/12/2100. Seus atributos sdo:
e Data: Data no formato: yyyymmdd
e Ano: Ano da data. Formato yyyy
e Mes: Més da data. De 1 a 12.
e Dia mes: Dia do més da data. De 1 a 31.

e Dia_semana: Dia da semana da data. De 1 a 7.

Tabela metodo_extracao_texto
Armazena as diferentes formas de pré-processamento de texto usadas no projeto. Para

cada método experimentado houve o registro do texto processado correspondente’®. Durante a

38 O texto filtrado e os atributos de qualidade do documento (gtd_palavra valida por exemplo) que
também dependem do método sdo armazenados na tabela avaliacao_documento_pdf.
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evolucdo do projeto, métodos novos foram substituindo os anteriores. A forma de extracdo das
palavras validas também ¢ um parametro para o treinamento denominado metodo extracao txt.
Os seis métodos experimentados constam da Tabela 11 e retratam diferentes combinagdes das
seguintes acoes:

e Derivacao de 7 classes substitutas de palavras (cpf/cnpj, numeros, datas, nomes de
pessoas fisicas, nomes e siglas de estados). Exemplificando, se no texto hd o nome rio de
Jjaneiro, faz-se a substituicdo dessas 3 palavras por uma unica palavra também considerada
valida classenomeuf. O método atual (com identificacao 7) usa todas as classes.

e Validagdo se um foken € uma palavra correta se a mesma existir em um conjunto de
palavras validas. Conjuntos diferentes foram experimentados: palavras de acordaos do TCU,
palavras selecionadas da wiki em portugués e palavras selecionadas da wiki com acréscimo de
abreviacdes e siglas tipicas do negdcio. O método atual usa o Gltimo conjunto, mais adequado
ao negocio.

¢ Obtencao do texto do PDF, seja por OCR original ou por OCR extra com fesseract.
Durante a evolugdo do projeto, dada a necessidade de um curto tempo de resposta do
classificador para retornar uma previsao de tipo, abandonou-se a execucao de OCR extra com
tesseract, que demorava alguns minutos por documento.

A Tabela 14 apresenta detalhes dos métodos usados.

Tabela 14 - Métodos de pré-processamento usados no projeto
Cédigo  Descricio

2 Contetido novo OCR com Tesseract 4.0; dicionario com palavras de acorddos do TCU; 2
classes numero e cpf/cnpj;

3 Contetdo original com Pdftotext; dicionario com palavras de acorddos do TCU; 2 classes
numero e cpf/cnpj;

4 Contetdo novo OCR com Tesseract 4.0; dicionario com palavras selecionadas wiki; 2 classes
numero e cpf/cnpj;

5 Conteudo OCR original com Pdftotext; dicionario com palavras selecionadas wiki; 2 classes
numero e cpf/cnpj;

6 Conteudo OCR original com Pdftotext; dicionario com palavras selecionadas wiki apo6s filtro;
2 classes nimero e cpf/cnpj;

7 Conteudo OCR original com Pdftotext; dicionario com palavras selecionadas wiki e termos

comuns do negécio; 7 classes;
Fonte: Elaborada pelo autor (2019).

Tabela Avaliacao_documento_pdf
Armazena indicadores de qualidade dos textos dos documentos apurados com a
aplicagdo do método indicado. Seus atributos sdo:
e Cod metodo extracao texto pdf: Cédigo do método de pré-processamento usado.

e Cod_documento: Cdodigo do documento avaliado pelo método;

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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e Data apuracao: Data da realizacao da avaliacao;

e Texto: Texto resultante do pré-processamento;

e Qtd pagina pdf: Indica a quantidade de pagina indicada pelo PDF. Redundancia da
tabela documento pdf dano para otimizar calculo de métricas;

e Tamanho arquivo: Indica o tamanho do arquivo em bytes, obtido da tabela do GED
TCU.VERSAO ARQUIVO ELETRONICO, coluna valor tamanho arquivo. Redundancia da
tabela documento pdf dano para otimizar calculo de métricas;

e Qtd char vogal: Indica a quantidade de caracteres que sdo vogais validas (acentuadas
ou ndo) encontrados no texto gerado pelo método indicado. Contraexemplo: "¢";

e Qtd char consoante: Indica a quantidade de caracteres que sdo consoantes validas
encontrados no texto gerado pelo método indicado. Contraexemplo: "2";

e Qtd char letra: Indica a quantidade de caracteres que sdo vogais ou consoantes.

e Qtd_token: Indica a quantidade de tokens (pedacos de texto) identificados no texto
gerado pelo método indicado. Considera como pedaco de texto toda sequéncia de caracteres
(tamanho 1 para cima) separada por \s (espago em branco /n, tabulagdo /t, etc). Exemplo, na
frase "ada fd¢/as ADA sem amor" tem 5 pedagos. Em principio, € o somatorio de qtd palavra
+ qtd_numero + qtd token di";

e Qtd token palavra: Indica a quantidade de ocorréncias (inclui repeticdes) de palavras
(sequéncia de letras) validas ou nao;

e Qtd token palavra valida: Indica a quantidade de ocorréncias (inclui repetigdes) de
palavras validas (confirmadas junto a uma fonte confidvel — palavras de acorddos do TCU)
identificadas no texto gerado pelo método indicado. Exemplo: considera palavra "excegdo" e
"excecao". Pressupde pré-processamento que transforma as palavras em lower case;

¢ Qtd token dif: Indica a quantidade de tokens diferentes, que ndo sdo nimero nem
palavra no texto gerado pelo método indicado. Exemplo, na frase "ada fd¢/as ADA sem amor"
tem um token: “fd¢/a”;

e Qtd token numero: Indica a quantidade de numeros encontrados no texto gerado pelo
método indicado. Considera numero um agregado de digitos (podendo haver ".", "-", "/" e ","
entre eles). A frase "Hoje 33 a excegdo 23 tem sim R$212,01 valor 629,456-23 de 1998", por
exemplo, tem 5 nimeros;

¢ Qtd _token num_cpf cnpj: Indica a quantidade de CPFs e CNPJs no texto gerado pelo

método indicado;

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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e Qtd char: Indica a quantidade total de caracteres encontrados no texto gerado pelo
método indicado. Conta brancos repetidos (pressupde que ndo haja pré-processamento que
unifique brancos concatenados em um apenas);

e Qtd char numero: Indica a quantidade de caracteres que sao numeros encontrados no
texto gerado pelo método indicado;

e Qtd char espaco: Indica a quantidade de caracteres de espaco (\s: branco, \n, etc)
encontrados no texto gerado pelo método indicado. Conta repeti¢des seguidas;

e Qtd char pontuacao: Quantidade de caracteres de pontuacdo encontrados no texto
gerado pelo método indicado. Considera caractere pontuagao ".,?!". Pressupde pré-
processamento com lowercase. Na frase: "Hoje a excecdo ~! tem sim% valor" ha 3 (~!%);

e Qtd char dif: Indica a quantidade de caracteres especiais encontrados no texto gerado
pelo método indicado. Considera caractere dif (diferente) o que nao € letra valida, niumero,
pontuagdo e espaco';

e Qtd_trio_consoante: Indica a quantidade de trios de consoante. Exemplo: mns, cdG;

e Qtd trio _char repetido nesp: Indica a quantidade de trios de caracteres repetidos
encontrados. Desconsidera espaco. Exemplo: aaa, eee, Ccc, ddd;

e Qtd char separador: Indica a quantidade de caracteres separadores (ex.: /[{) que sdo
nimeros encontrados no texto gerado pelo método indicado;

e Qtd char simbolo: Indica a quantidade de caracteres que ndo estdo nas outras
categorias, mas sao simbolos conhecidos (ex.: +*#$) que sdo numeros encontrados no texto
gerado pelo método indicado;

¢ Qtd linha: Indica a quantidade de linhas no texto gerado pelo método indicado;

e Qtd data: Indica a quantidade de data no texto (passou a gravar ap6s 8/7/2019);

e Qtd parte nome: Indica a quantidade de partes de nomes (nome ou sobrenomes mais
comuns) no texto (passou a gravar ap6s 8/7/2019);

e Qtd_sigla uf: Indica a quantidade de sigla uf no texto (passou a gravar apos 8/7/2019);

e Qtd nome uf: Indica a quantidade de nome uf no texto (passou a gravar apos 8/7/2019);

e Percent token_dif: Indica o percentual de tokens diferente em relagdo ao total tokens
token (qtd_token dif/qtd token). Redundancia para otimizar o calculo;

e Tamanho token media: Indica o tamanho médio dos tokens identificado no texto
gerado pelo método indicado;

e Tamanho token std: Indica o desvio padrao do tamanho dos tokens identificado no

texto gerado pelo método indicado;

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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e Prop letra palavra valida: Indica a quantidade de letras do documento em relagdo a
quantidade de palavras validas;

e Percent palavra valida token: Percentual de tokens que sdo palavras validas;

e Percent numero token: Percentual de tokens que sao palavras nimeros;

e Percent outros_token: Percentual de tokens que nao sdo palavras validas nem numeros;

e Percent_espaco_char: Proporc¢ao de espagos entre os caracteres;

e Percent token dif: Indica o percentual de tokens diferentes em relag@o ao total de tokens
(qtd_token dif/qtd token). Redundancia para otimizar o calculo;

e Percent char dif: Indica o percentual de char diferente em relacdo ao total de char.
(qtd_char _dif/qtd char). Redundancia para otimizar o calculo;

e Percent char seq invalida: Indica o percentual de char diferente de espago que compde
sequéncias avaliadas como invalidas em relacdo ao total de char. ((qtd trio_consoante + qtd
+ trio_char_repetido_nesp + qtd_trio_outro) * 3 / (qtd_char - qtd_char_espaco)). Redundancia
para otimizar o calculo;

e Qtd xxx_ppag: Todos os indicadores de quantidade (XXX, ver acima) divididos pelo
numero de paginas do documento.

e Qtd xxx_plin: Todos os indicadores de quantidade (XXX, ver acima) divididos pelo

namero de linhas do documento.

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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APENDICE C - Fluxo de processamento da rotina proposta para monitoramento de

desempenho do modelo de classificacio multi-classe

Objetivo

Monitorar o desempenho pela métrica de acurdcia (micro) do modelo Cladop em
producdo e, se necessario, treinar nova subversao do modelo.

A rotina pode ser aplicada a outros projetos de classificagdo que utilizem a
infraestrutura de rastro do Cladop (modelo com metadados dos projetos e dados de treinamentos
associados as versdes em produ¢do)*.

A ideia de se construir uma rotina genérica objetiva demonstrar que a estrutura de
rastro criada para o registro de treinamento do modelo, além de ser uma rica documentacdo do
projeto, pode ser aplicada no monitoramento do modelo (fase Implantagio do CRISP-DM).
Demonstra que o rastro pode integrar a fase de desenvolvimento a fase de pos-desenvolvimento
(monitoramento).

Detalhes da rotina e o codigo encontram-se  publicados em

https://gitlab.com/MarcusBorela/rastro-dm.git, na pasta Monitoramento.

Detalhes de execucio

Periodicidade mensal: sempre no dia primeiro do més, as 2 horas (comando cron do
linux).

Maquina: 10.22.9.36 (Estagao numero 1 de desenvolvimento de servigos cognitivos
do Seint — com GPU)

Os parametros para o monitoramento do projeto sdo obtidos de tabelas de metadados
armazenadas no banco oracle (produgao).

Em caso de erro de processamento, um e-mail de erro de processamento ¢ enviado
para o e-mail da equipe de projeto (que consta nos metadados do projeto) e € registrado o erro

na no campo referente ao ultimo registro de monitoramento.

3 A versdo atual da rotina (Cladop monitoramento.ipynb) s6 processa 0 monitoramento do primeiro
projeto retornado, no caso o Cladop (codigo = 1). Para se aplicar a outros projetos, faz-se necessario implementar
o tratamento de multiplos projetos com repeticdo dos passos por projeto.

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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Sao duas tabelas atributivas do projeto que estdo diretamente ligadas a rotina de

monitoramento. Seguem abaixo os comentarios das tabelas e de suas colunas.

Para simplificacdo, ndo consta da relacdo a coluna cod projeto que € a chave primaria

das tabelas (¢ previsto um registro apenas por projeto, por isso a denominacgao tabela atributiva,

uma extensdo de atributos que poderiam estar na tabela projeto_classificador, mas, por opcao

de modelagem, fez-se a separacgdo por clareza e por facilidade de evolucdo futura).

A Tabela 15 apresenta a estrutura da tabela monitoramento _mensal, que contém os

parametros que orientam como se d4 o monitoramento mensal do projeto. Contém também

informagdes da ltima execugao.

Tabela 15 - Estrutura da tabela monitoramento mensal

Coluna

Comentario

num_dias_periodo apuracao

Indica o niimero de dias a considerar na apuragdo da acuracia
efetiva do modelo em produgdo. Por exemplo, 30 dias.

qtd_min_registro_novo

Indica a quantidade minima de registros novos (inseridos apos o
modelo atualmente em produgdo) necessaria para se efetuar novo
treinamento. Pardmetro que apoia a defini¢@o da viabilidade de um
novo treinamento.

qtd _min_registro_treinamento

Indica a quantidade de registros necessaria para o novo
treinamento. Parametro usado na selecdo de dados para o novo
treinamento. se for necessario.

qtd_min_registro_por classe

Indica a quantidade minima de registros por classe. Parametro
usado na sele¢@o de dados para o novo treinamento, se for
necessario.

probab_acc_superior_limite_min

Indica a probabilidade desejada de que a acuracia apurada esteja
acima do limite minimo de acuracia a ser estipulado. ParAmetro que
apoia a defini¢do dos limites de acurécia aceitaveis.

pct_populacao_acc _sup lim_min

Indica o percentual da populacdo esperado que tem acurécia
superior a0 minimo a ser estipulado. Parametro que apoia a
definico dos limites de acuracia aceitaveis para o periodo.

descr_comando_sel acc_periodo

Critério no formato sq/ usado para selegdo da acuracia no periodo
monitorado.

Necessita ter no texto o parametro num_dias_periodo_apuracao e
retornar: qtd_registro_periodo e qtd_acerto_tipo_periodo. Se
houver registros nio classificaveis (tipo “outros” ou outra situagéo),
pode trazer também: qtd registro nao_classificavel. Nesse caso,
qtd_registro_classificavel serd qtd_registro_periodo -

qtd registro nao classificavel

descr_comando_sel data

Critério no formato sql usado para definir a data limite de selecao
de dados mais recentes para novo treinamento. Deve retornar a
maior data que tenha registros em numero suficiente para o
treinamento, ou seja, que atenda aos pardmetros passados:

qtd _min_registro_treinamento e qtd_min_registro_por classe.
Esses parametros, se necessarios para o projeto, devem estar no sql

@,

antecedidos por “:”. Deve retornar data_limite em formato date.

descr_comando_sel qtd reg novo

Critério no formato sql usado para selegdo da quantidade de
documentos novos que ainda ndo participaram do treinamento do
modelo em producdo. Deve retornar coluna qtd registro.

descr_codigo_processa_reg novo

Codigo que implementa o processamento de registros novos (se
houver necessidade para o classificador). Regra de formacdo: cada
linha precisa ser um comando python.

dthora ultima execucao

Indica a data ¢ hora da ultima execu¢do do monitoramento.

descr situacao ultima execucao

Texto indicativo da situa¢do, do resultado da iltima execugdo.

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.




Fonte: Elaborada pelo autor (2019).

A Tabela 16 traz a estrutura da tabela forma_apuracao acuracia_teste, que indica a
forma como se d4 a apuracdo da acuracia em dados de testes do modelo. Somente sera
considerada a apuracao por validacao cruzada (RepeatedKFold). Os valores das colunas quando

multiplicados indicam o nimero de amostras usadas na apuragao das métricas. Esse nimero ¢

usado pela rotina de monitoramento para a determinagdo dos limites minimos aceitaveis.

Tabela 16 - Estrutura da tabela forma apuracao acuracia teste

Coluna

Comentario

num_particao

Indica o numero de parti¢des (folds) a ser usado no método de validagdo cruzada
RepeatedKfold (python).

num_repeticao

Indica o nimero de repeti¢des a ser usado no método de validagdo cruzada
RepeatedKfold (python).

Fonte: Elaborada pelo autor (2019).
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Fluxo de Processamento

A Tabela 17 abaixo indica os passos do fluxo de processamento da rotina de monitoramento.

Tabela 17 - Fluxo de processamento da rotina de monitoramento integrada ao rastro
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Passo

Pardmetros de entrada e/ou condigdo

Atividade

Dados gerados

1

Obter dados modelo em produgdo e parametros de monitoramento do
projeto
(conecta com o banco e busca metadados do modelo)

* No diciondrio parametro_monitoramento:
# dados basicos do projeto

cod_projeto

sigla_projeto

descr_projeto

email equipe_modelo

email equipe_sistema_uso

# dados da versdo em produgdo
num_versao

num_subversao

percent acuracia_teste
percent_acuracia_teste std
num_amostra_apuracao

# dados de monitoramento

##parametros de apuragdo de acuracia
num_dias_periodo_apuracao
probab_acc_superior_limite_min
pct_populacao_acc_sup_lim_min
descr_comando_sel acc_periodo
##tcritérios para novo treinamento de modelo
descr_comando sel data
qtd_min_registro_treinamento
qtd_min_registro_por_classe
qtd_min_registro_novo
descr_comando_sel qtd reg novo

# forma de apuragdo de acuracia em novo
treinamento
nova_apuracao_num_particao

nova apuracao num_repeticao

num_amostra_apuracao
probab_acc_superior_limite_min
pct_populacao_acc_sup_lim_min

Definir limites aceitaveis para aceitagdo da acuracia apurada no periodo
(considera a Tabela A-7 do livro Estatistica Experimental - Natrella, M. G.,
Estatistica Experimental, NBS Handbook 91, 1963)

* parametro_monitoramento:
acc_limite_minimo_aceitavel
acc_limite_maximo_esperado
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A versdo atual da rotina trabalha com probab_acc_superior limite min =
99% ¢ pct_populacao_acc_sup lim_min = 99,9%

num_amostra_apuracao_estimada (se ndo for
possivel encontrar os limites na tabela, assume-
se o tamanho de amostra imediatamente inferior
ao real que constar da tabela)

3 num_dias periodo apuracao Apurar acuracia no periodo * dicionario apuracao_periodo:

descr_comando_sel acc_periodo qtd_registro
qtd_acerto_tipo
percent_acuracia_apurada
qtd_registro_classificavel
* Se houver registros nao classificaveis:
qtd_registro_nao_classificavel
percent nao_classificavel

3.1 Se percent_acuracia_apurada periodo >= *Enviar e-mail informando:

acc_limite_minimo_aceitavel "O modelo estad com acuracia dentro do esperado"” ou, conforme o caso, "O
modelo esta com acuracia dentro do esperado e superior ao limite maximo
esperado”

4 Processar novos documentos

Documentos novos que ndo foram usados no treinamento do modelo em
produgio.
Trata-se do pré-processamento dos textos dos novos registros para
treinamento do modelo. No caso do Cladop, atualiza-se uma base espelho
com dados base para o treinamento (que espelha o sistema em producao) e
faz-se o pré-processamento do texto dos documentos.

5 descr_comando_sel qtd reg novo Apurar quantitativo de registros ndo usados no treinamento do modelo em * apuracao_periodo:

producdo qtd_registro_novo
No caso do Cladop, contabilizam-se os documentos inseridos apés a data de
geracdo do modelo atual

5.1 Se qtd_registro_novo <= *Enviar e-mail informando
qtd_min_registro_novo "Embora a acuracia tenha sido inferior ao esperado, ndo foram encontrados

registros ndo usados no treinamento do modelo em produg¢do em ntimero
suficiente para o treinamento. Se necessario, os parametros do projeto
podem ser revistos!"

6 qtd min_registro_treinamento Definir data limite para selecdo de dados para novo treinamento * apuracao_periodo:
qtd_min_registro_por classe (encontra a maior data que tenha registros em ntimero suficiente para o data inicio selecao treinamento
descr_comando_sel data treinamento, ou seja, que atenda aos pardmetros passados) data inicio_selecao treinamento formato oracl

e (que pode ser colocado em comando sql)

6.1 Se ndo encontrada *Enviar e-mail informando:

data_inicio_selecao_treinamento

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o c6digo 63890623.
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"Nao foi possivel identificar uma data de corte para sele¢do de registros para
um novo treinamento que atenda aos requisitos cadastrados para o projeto.
Se necessario, os pardmetros do projeto podem ser revistos!”

"Novo modelo alcangou acurécia superior ao modelo atual foi treinado e
cadastrado como nova subversdo nos metadados de projetos. Sugere-se, apos
os devidos testes, a sua implantagdo."

7 data_inicio_selecao_treinamento_formato o | Apurar acuracia do modelo com nova seleg¢do de dados (treinar novo * novo_modelo:
racle modelo) percent_acuracia
nova_apuracao_num_particao Treina o modelo com validagéo cruzada (RepeatdKfold) usando o nimero de | percent acuracia_std
nova_apuracao_num_repeticao parti¢des e de repeticdes especificado para o projeto. cod treino_teste
cod treinamento geracao versao
7.1 Se novo_modelo.percent acuracia <= *Enviar e-mail informando:
percent_acuracia_teste ou
(novo_modelo.percent acuracia - 'O modelo treinado ndo alcangou acuracia superior ao modelo em producao
novo_modelo.percent_acuracia std) <= e foi descartado. Sugere-se avaliar a revisdo dos pardmetros de treinamento
(percent_acuracia_teste - do modelo atual.'
percent_acuracia teste std)
8 novo_modelo.cod treino_teste Gerar nova subversdo do modelo (treino final sem separag@o de dados de * novo_modelo:
teste) percent_acuracia_validacao **
cod treino geracao
9 cod_projeto Registrar nova subversdo nos metadados do projeto Subversao registrada nos metadados do projeto
num_versao
num_subversao
cod_treino_teste
cod treino geracao
9.1 *Enviar e-mail informando:

Fonte: Elaborada pelo autor (2019).
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* Os e-mails sdo enviados para e-mail indicado no metadado do projeto:
email equipe_modelo®. Sao dois templates que devem ser usados conforme tenha ocorrido ou
ndo treinamento de um novo modelo: ‘“monitoramento com treinamento.docx” ou
“monitoramento sem treinamento.docx”. Adicionalmente, registra-se o resultado do
monitoramento ¢ a data e a hora nos campos reservados para a ultima execugdo do
monitoramento (colunas dthora ultima execucao e descr_situacao ultima execucao da tabela
monitoramento_mensal) e encerra-se o fluxo de processamento.

** retornado esse parametro se a técnica empregada for de rede neural, caso do Cladop.
Para algoritmos shallow, nao ha necessidade de se estipular um conjunto de validagdo, podendo

ser gerada uma versao que engloba todos os dados disponiveis.

Exemplos de e-mails enviados automaticamente®!

1) Caso a acurdacia apurada esteja dentro do esperado:

Figura 14 - mensagem enviada caso a acuracia apurada esteja dentro do esperado
Apuracao

A acuracia apurada do Cladop (versdo 2. 0) considerando os tltimos 30 dias foi 89.16%,
ou seja, 4047 de 5164 documentos classificaveis no periodo.

Conclusdo

Considerando o limite minimo esperado® de 88% (e maximo de 93%), concluimos que
o modelo esta com acuracia dentro do esperado.

Informacées complementares

CondicdOes para treinamento de novo modelo

Quantidade minima de registros: 60000

Quantidade minima de registros por classe (tipo): 1

Quantidade minima de registros novos (ndo usados no treinamento do modelo atual):
2000

Documentos nao classificaveis no periodo
Quantidade apurada: 625 de 5164, ou seja, 12.1%.

* Como chegamos a esses valores limites: a acuracia do modelo foi obtida em amostra com 14
configuragbesde base de teste por validagdo cruzada com repeticoes aleatorias, alcancando 90.4.
Considerando-se a tabela A-6 do livro Estatistica Experimental (Natrella, 1963), para uma probabilidade
de 99% que 99,9% da populacdo esteja na faixa, para o tamanho amostral de 14, encontramos esses
limites como aceitaveis.

Fonte: Elaborada pelo autor (2019).

0 Versdo futura também enviara términos com sucesso para a equipe que cuida do sistema que usa o
classificador (coluna email equipe_sistema_uso da tabela projeto_classificador).
61 Gerados durante os testes da rotina.
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i1) Caso a acurdcia apurada ndo esteja dentro do esperado, mas nao haja dados

novos em numero suficiente para o treinamento:

Figura 15 - Mensagem enviada caso ndo haja dados novos suficientes para novo treino.
Apuracao

A acuracia apurada do Cladop (versdo 2. 0) considerando os Gltimos 30 dias foi 89.16%,
ou seja, 4047 de 5164 documentos classificaveis no periodo.

Conclusao

Considerando o limite minimo esperado® de 88% (e maximo de 93%), concluimos gue
o modelo estd com acuricia abaixo do esperado e foi avaliada possibilidade de se
iniciar automaticamente novo treinamento. Porém, ndo foram encontrados registros
novos (ndo usados no treinamento do modelo em produg3o) em numero suficiente
para novo treinamento. Se necessario, os pardmetros do projeto podem ser revistos!

Informagoes complementares

Condigdes para treinamento de novo modelo

Quantidade minima de registros: 60000

Quantidade minima de registros por classe (tipo): 1

Quantidade minima de registros novos (ndo usados no treinamento do modelo atual):
2000

Quantidade de documentos novos no periodo: 0

Documentos ndo classificdveis no periodo
Quantidade apurada: 625 de 5164, ou seja, 12.1%.

* Como chegamos a esses valores limites: a acurdcia do modelo foi obtida em amostra com 14
configuracdes de base de teste por validacdo cruzada com repeticdes aleatdrias, alcancando 90.4.
Considerando-se a tabela A-6 do livro Estatistica Experimental (Matrella, 1963), para uma probabilidade
de 99% que 99,9% da populagdo esteja na faixa, para o tamanho amostral de 14, encontramos esses

limites como aceitdveis.

Fonte: Elaborada pelo autor (2019).

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.



104

i) Caso a acuracia apurada ndo esteja dentro do esperado e novo modelo treinado

nao tenha acurécia superior ao modelo atual:

Figura 16 - Mensagem enviada caso novo modelo néo tenha acuracia melhor.

Apuracao

A acuracia apurada do Cladop (versao 2. 0) considerando os dltimos 30 dias foi 89.16%,
ou seja, 4047 de 5164 documentos classificaveis no periodo.

Considerando o limite minimo esperado* de 88% (e maximo de 93%), iniciou-se
automaticamente novo treinamento considerando dados de documentos mais

recentes.
Treinamento

Foi treinado novo modelo (codigo treino 10000) para apuragdo da acuracia em base
de teste por validagdo cruzada com 7 partigtes e 2 repetigdes. Resultado: 89% com
desvio padrao de 0.3%.

Conclusao

O modelo treinado ndo alcangou acuracia superior ao modelo em produgao e foi
descartado. Sugere-se avaliar a revisdo dos pardmetros de treinamento do modelo

atual.

Informagdes complementares

Condigdes para treinamento de novo modelo

Quantidade minima de registros: 60000

Quantidade minima de registros por classe (tipo): 1

Quantidade minima de registros novos (ndo usados no treinamento do modelo atual): 2000
Quantidade de documentos novos no periodo: 0

Documentos ndo classificiveis no periodo
Quantidade apurada: 625 de 5164, ou seja, 12.1%.

* Como chegamos a esses valores limites: a acuracia do modelo foi obtida em amostra com 14
configuracoes de base de teste por validagdo cruzada com repetiches aleatorias, alcangando 90.4,
Considerando-se a tabela A-6 do livro Estatistica Experimental (Natrella, 1563), para uma probabilidade
de 99% que 99,9% da populagio esteja na faixa, para o tamanho amostral de 14, encontramos esses
limites como aceitdveis.

Fonte: Elaborada pelo autor (2019).

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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v) Caso a acuracia apurada ndo esteja dentro do esperado e novo modelo treinado

alcance acurécia superior ao modelo atual:

Figura 17 - Mensagem enviada caso o modelo tenha acuracia melhor

Apuracgao

A acuracia apurada do Cladop (versao 2. 0) considerando os dltimos 30 dias foi 89.16%,
ou seja, 4047 de 5164 documentos classificaveis no periodo.

Considerando o limite minimo esperado® de 88% (e maximo de 93%), iniciou-se
automaticamente novo treinamento considerando dados de documentos mais

recentes.
Treinamento

Foi treinado novo modelo (codigo treino 10000) para apuragdo da acuracia em base
de teste por validagdo cruzada com 7 partigdes e 2 repetigdes. Resultado: 89% com
desvio padrao de 0.3%.

Movo versdo gerada: 2.1 (codigo treino 11111) com percentual nos dados de validagio
de 92.3%.

Conclusao

Movo modelo alcangou acuracia superior ao modelo atual foi treinado e cadastrado
como nova subversfio nos metadados de projetos. Sugere-se, apos os devidos testes,

asua implantagﬁo.|
Informacgdes complementares

Condigdes para treinamento de novo modelo

Quantidade minima de registros: 60000

Quantidade minima de registros por classe (tipo): 1

Quantidade minima de registros novos (ndo usados no treinamento do modelo atual): 2000
Quantidade de documentos novos no periodo: 0

Documentos ndo classificiveis no periodo
Quantidade apurada: 625 de 5164, ou seja, 12.1%.

* Como chegamos a esses valores limites: a acuracia do modelo foi obtida em amostra com 14
configuragdes de base de teste por validagdo cruzada com repetigdes aleatdrias, alcangando 90.4.
Considerando-se a tabela A-6 do livro Estatistica Experimental (Natrella, 1963), para uma probabilidade
de 99% que 99,9% da populagio esteja na faixa, para o tamanho amostral de 14, encontramos esses
limites como aceitaveis.

Fonte: Elaborada pelo autor (2019).

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.



V) Caso haja erro na execugdo da rotina:

Figura 18 - Mensagem enviada caso haja erro ndo esperado no processamento.
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H = E-mail automético gerado por rotina de monitoramento da acurdcia do Classificador.,. 7 HE - O

GielUlYel  MEMSAGEM
dom 21/07/2019 22:22

Usuario de servi¢o do cladop

E-mail automatico gerado por rotina de monitoramento da acuracia do Classificador

Fara Marcus Vinicius Borela de Castro

Execucdo de monitoramento cancelada!Projeto: Cladop. Mensagem: Erro ao tentar treinar modelo apds data que atenda aos
requisitos para novo treinamento. StackTrace:Traceback (most recent call last}):

File "<ipython-input-44-39a5db1537b1>", line 2, in <module>

treinamodelo, bases =
clm.testar_treinamento_rede_treinada_dados_apos_data({parm_cod_treinamento=parametro_monitoramento["COD_TREI
MAMENTO_GERACAO_VERSAO"],parm_data_inicio_periodo_treinamento_formato_oracle=apuracao_periodo["DATA_INICI
O_SELECAO_TREINAMENTC_FORMATO_CRACLE"], parm_kfold=kfold, parm_verbose=0)

File
"fhome/marcus/svnview/ServicosCognitivos/Fontes/eTCE/ClassificacaoTipoDocumento/Versao_2/cladop/treina_classificad
or_bag_milp.py", line 75, in testar_treinamento_rede_treinada_dados_apos_data

return testar_treinamento_rede_dado_parametro(treinamodelo, parm_verbose)

File
"fhome/marcus/svnview/ServicosCognitivos/Fontes/eTCE/ClassificacaoTipoDocumento/Versao_2/cladop/treina_classificad
or_bag_milp.py", line 80, in testar_treinamento_rede_dado_parametro

bases = clubd.carrega_dados_df y(treinamodelo['cod_metodo_extracao_texto'],
treinamodelo['descr_criterio_selecao'], treinamodelo['gtd_min_por_tipo'],treinamodelo['colunas_extras'])

File "/home/marcus/svnview,/ServicosCognitivos/Fontes/e TCE/ClassificacaoTipoDocumento/Versao_2/cladop/util_bd.py",
line 519, in carrega_dados_df y

bases['df'] = carregadados(parm_, parm_descr_criterio_selecao, parm_gtd_min_por_tipo, parm_colunas_extras)
MameError: name 'parm_'is not defined

Fonte: Elaborada pelo autor (2019).

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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Templates usados para envio de e-mails:

A 1magem wusada como fundo nos femplates pode ser obtida em:

https://images.app.goo.gl/LHPdZX3A5CvDofUj9 (Photo by Jamie Street on Unsplash-jamie-
street-202592-unsplash)

1) Se nao houver treinamento de modelo:

Apuragdo

A acurdcia apurada do  {{sigla projeto}} (versdo  {{num versao}}.
{{num_subversao}}) considerando os ultimos {{num dias periodo apuracao}} dias foi
{{percent acuracia_apurada}}%, ou seja, {{qtd_acerto_tipo periodo}} de
{{qtd_registro_classificavel}} documentos classificaveis no periodo.

Conclusao

Considerando o limite minimo esperado* de {{acc limite minimo aceitavel}}% (e
maximo de {{acc limite maximo_esperado}}%), concluimos que {{mensagem}}

Informagdes complementares

Condigdes para treinamento de novo modelo

Quantidade minima de registros: {{qtd min registro_treinamento} }

Quantidade minima de registros por classe (tipo): {{qtd min_registro por classe}}

Quantidade minima de registros novos (ndo usados no treinamento do modelo atual):
{{qtd_min_registro novo}} {% if qtd_registro novo != ****> 094}

Quantidade de documentos novos no periodo: {{qtd registro novo}} {% endif %}

{% if qtd_registro_nao_classificavel |= “****’ 041

Documentos nao classificaveis no periodo

Quantidade apurada: {{qtd registro nao_classificavel}} de
{{qtd_registro_periodo}}, ou seja, {{percent nao_classificavel}}%.

{% endif %}

* Como chegamos a esses valores limites: a acurdcia do modelo foi obtida em amostra
com {{num_amostra_apuracao}} configuragdes de base de teste por validacdo cruzada com
repeti¢des aleatdrias, alcancando {{percent acuracia teste}}. Considerando-se a tabela A-6 do
livro Estatistica Experimental (Natrella, 1963), para uma probabilidade de 99% que 99,9% da
populagao esteja na faixa, para 0 tamanho amostral de
{{num_amostra_apuracao_assumida_definicao limite acc}}, encontramos esses limites como

aceitaveis.

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.


https://images.app.goo.gl/LHPdZX3A5CvDofUj9
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i1) Se houver treinamento de modelo

Apuragdo

A acurdcia apurada do  {{sigla projeto}} (versdo  {{num versao}}.
{{num_subversao}}) considerando os ultimos {{num dias periodo apuracao}} dias foi
{{percent acuracia_apurada}}%, ou seja, {{qtd_acerto_tipo periodo}} de
{{qtd_registro_classificavel}} documentos classificaveis no periodo.

Considerando o limite minimo esperado* de {{acc_limite minimo_aceitavel}}% (e
maximo de {{acc limite maximo esperado}}%), iniciou-se automaticamente novo
treinamento considerando dados de documentos mais recentes.

Treinamento

Foi treinado novo modelo (cddigo treino {{cod treino_ teste}}) para apuracdo da
acurdcia em base de teste por validagdo cruzada com {{nova apuracao num particao}}
particdes e {{nova apuracao num_repeticao}} repeti¢des. Resultado:
{{percent acuracia_teste novo modelo}}% com desvio padrao de
{{percent_acuracia teste std novo _modelo}}%. {% if cod_treino_geracao != “****> 04}

Novo versdo gerada: {{num versao}}.{{num_subversao + 1}} (codigo treino
{{cod treino geracao}}) com  percentual nos dados de  validagio de
{{percent_acuracia validacao_novo modelo}}%. {% endif %}

Conclusao

{{mensagem}}

Informagdes complementares

Condicdes para treinamento de novo modelo

Quantidade minima de registros: {{qtd min registro treinamento} }

Quantidade minima de registros por classe (tipo): {{qtd _min_registro_por classe}}

Quantidade minima de registros novos (ndao usados no treinamento do modelo atual):
{{qtd_min_registro novo}} {% if qtd_registro novo != “*¥***’ 94}

Quantidade de documentos novos no periodo: {{qtd registro novo}} {% endif %}

{% if qtd_registro_nao_classificavel |= “****> 954

Documentos nao classificaveis no periodo

Quantidade apurada: {{qtd_registro _nao_classificavel}} de
{{qtd_registro_periodo}}, ou seja, {{percent nao_classificavel}}%.

(% endif %}

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.
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* Como chegamos a esses valores limites: a acurdcia do modelo foi obtida em amostra
com {{num_amostra apuracao}} configuracdes de base de teste por validacdo cruzada com
repeticdes aleatorias, alcancando {{percent acuracia_ teste}}. Considerando-se a tabela A-6 do
livro Estatistica Experimental (Natrella, 1963), para uma probabilidade de 99% que 99,9% da
populagao esteja na faixa, para 0 tamanho amostral de
{{num_amostra_apuracao assumida definicao limite acc}}, encontramos esses limites como

aceitaveis.

Para verificar as assinaturas, acesse www.tcu.gov.br/autenticidade, informando o cédigo 63890623.



